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*********
چكیده

در دهه های اخیر، سطح غلظت ذرات معلق در کلان شهر تهران افزایش  یافته است که این امر، مخاطرات فراوانی را برای 
محیط زیست و سلامت شهروندان به همراه داشته است. یكی از خطرناک ترین نوع آلودگی ها، آلودگی ذرات معلق کمتر از 
2/5 میكرون )PM2.5( هست که مدل سازی، پایش و پیش بینی آن  را بسیار حیاتی می نماید. برآورد غلظت این ذرات در سطح 
شهر تهران به دلیل وجود منابع گوناگون آلودگی و کمبود ایستگاه های هواشناسی و عدم توزیع مناسب ا یستگاه ها موضوعی 
داده های  شامل  ماهواره ای  تصاویر  طریق  از  به دست آمده  داده های  از  استفاده  جایگزین،  منابع  از  یكی  است.  چالش برانگیز 
ایروسل با توان  تفكیک مكانی بالاست. بااین حال تخمین مقادیر آلودگی سطحی از روی داده های ایروسل ماهواره ای به سادگی 
امكان  پذیر نیست و نیازمند توسعه مدل های مناسب نظیر مدل های داده مبنا و استفاده از تكنیک های یادگیری ماشینی می باشد. در 
این راستا هدف این مقاله ایجاد یک مدل به منظور تخمین میزان غلظت ذرات معلق در سطح شهر تهران با استفاده از داده های 
حاصل از مدل های هواشناسی و داده های ایروسل به دست آمده از تصاویر ماهواره ای مودیس به کمک الگوریتم های یادگیری 
عمیق مولد هست. برای این منظور سه نوع شبكه یادگیری عمیق بر مبنای مدل های مولد یعنی شبكه خود رمزنگار عمیق، 
شبكه باور عمیق بولتزمن و شبكه مولد تخاصمی شرطی برای تخمین غلظت PM2.5 با استفاده از داده های زمینی و ماهواره ای 
جمع آوری شده، توسعه داده شد. سپس ارزیابی دقت مدل های ایجادشده توسط شبكه های مذکور بر روی  داده های تست انجام 
شد و عملكرد آن ها مورد بررسی و مقایسه قرار گرفت. ارزیابی دقت نشان داد که شبكه  خود رمزنگار ترکیب شده با مدل  بردار 
پشتیبان مبنا با همبستگی 0/69 و دقت )RMSE( 10/34 میكروگرم بر مترمكعب بالاترین کارایی را در مقایسه با سایر مدل ها 

به دست می دهد که می تواند به منظور مدل سازی میزان غلظت ذرات در سطح شهر تهران مورد استفاده قرار گیرد.

واژه های کلیدی: مدل های عمیق مولد، یادگیری عمیق، شبكه های خود رمزنگار، غلظت PM2.5، عمق لایه ی نوری ایروسل، 
مودیس.
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1- مقدمه
در  هوا  آلودگی  سطح  افزایش  اخیر  سال های  در 
حفاظت  سازمان های  شهرداری ها،  توجه  کلان شهرها، 
و  اندازه گیری  برای  را  امر  مسئولین  سایر  و  محیط زیست 
پایش غلظت مواد آلاینده جلب کرده است. این اندازه گیری ها 
به منظور مدل سازی آلودگی هوا و پیش بینی تغییرات مکانی 
مناسبی  ابزار  و  می گیرد  قرار  استفاده  مورد  آن  زمانی  و 
 برای بررسی تأثیر راهکارهای کنترل و کاهش آلودگی هوا

فراهم می آورد.
هوا  آلودگی  معضل  از  به شدت  که  شهرهایی  از  یکی 
روزافزون  گسترش  است.  تهران  کلان شهر  می برد،  رنج 
کارخانه  ها  ساخت  آن،  در  جمعیت  افزایش  تهران،  شهر 
از  استفاده  افزایش  آن،  اطراف  در  صنعتی  کارگاه های  و 
افزایش  موجب  اراضی،  کاربری  تغییرات  و  نقلیه  وسایل 
آلودگی هوای این شهر در دهه های اخیر شده و خسارات 
 فراوانی را در محیط زیست و برای سلامت شهروندان به بار

آورده است. 
با   1)PM( معلق  ذرات  مختلف،  آلاینده های  بین  در 
بیماری  های  اصلی  عامل  میکرون   2/5 از  کوچک تر  اندازه 
 ،(Dominici et al., 2006)مختلف نظیر بیماری های قلبی و عروقی
قلبی  سکته  های  و   (Klemm et al., 2000) تنفسی  بیماری های 
 PM2.5 است؛ بنابراین تخمین غلظت (Lippmann et al., 2000)

و  سلامت  و  هوا  آلودگی  کنترل  حوزه  در  مطالعات  برای 
همچنین بررسی های اپیدمیولوژیکی بسیار ضروری است. 

مشاهدات  طریق  از   PM2.5 غلظت  اندازه گیری  عموماً 
و  هوا  کیفیت  کنترل  زمینی  ایستگاه های  اندازه گیری  و 
اما  می گیرد؛  صورت  هواشناسی  سینوپتیک  ایستگاه های 
تنوع  و  تهران  شهر  در  زمینی  ایستگاه های  کمبود  به علت 
منابع پدیدآورنده آلودگی هوا، تخمین دقیق میزان آلودگی 
یکی  می شود.  روبه رو  مشکل  با  معلق  ذرات  میزان  و  هوا 
به کار   PM2.5 اندازه گیری غلظت  برای  که  منابعی  از  دیگر 
است.   2

 )AOD( ایروسل  نوری  لایه ی  عمق  می شود  گرفته 
1- Particulate Matter
2- Aerosol Optical Depth

با  همراه  ایروسل  داده های  کاربرد  زیادی  مطالعات  در 
  PM2.5 غلظت  تخمین  برای  هواشناسی  اندازه گیری های 
 (Peng et al., 2009; است  قرارگرفته  تحقیق  و  بررسی  مورد 
 Aqua همانند  ماهواره ای  سنجنده های   .Peters et al., 2001)

 ،)MODIS( مودیس  ماهواره  روی  بر  نصب شده   ،Terra و 
منطقه  یک  در  ایروسل  داده های  روزانه  اندازه  گیری  امکان 
بازیابی داده های  امکان  وسیع را فراهم کرده اند. اخیراً یک 
توسط  کیلومتر(  )یک  بالا  مکانی  رزولوشن  با  ایروسل 
3 فراهم شده است که به صورت گسترده 

MAIACو  الگوریتم 
برای مطالعات کیفیت هوا استفاده می شود. داده های ایروسل 
 Terra و Aqua در این الگوریتم بر مبنای پردازش داده های
به صورت سری زمانی به دست می آید. مطالعات قبلی عمدتاً 
بر تخمین غلظت PM2.5 با استفاده از داده های هواشناسی 
توسط ایستگاه های سینوپتیک و داده های ایروسل اندازه گیری 
شده توسط ماهواره در وضوح پایین تر )حدود 10 کیلومتر( 
در تهران متمرکز بوده است. در یک مطالعه اولیه، سعی شد 
غلظت PM2.5 با استفاده از داده های 10 کیلومتری ایروسل 
تخمین  مشاهدات  از  کوتاهی  زمانی  بازه  یک  در   4

و  DT

 PM2.5 غلظت  همبستگی  میزان  مطالعه  این  در  شود.  زده 
 0/55 نزدیک  مشاهده شده   PM2.5 غلظت  و  پیش بینی شده 

 .(Sotoudeheian & Arhami, 2014)بوده است
در یک تحقیق دیگر، قطبی و همکاران، توانستند غلظت 
PM2.5 را در شهر تهران با دقت بالاتر )R2=0.73( با استفاده 

از داده های سه کیلومتری ایروسل DT و داده های هواشناسی 
 (Ghotbi به دست آمده از ایستگاه های آب وهوایی تخمین بزنند
.(et al., 2016 بااین حال، آن ها از تعداد نمونه کم )332 نمونه( 

که از تعدادی ایستگاه های کنترل کیفیت هوا در بازه زمانی 
کوتاهی از مارس تا نوامبر 2009 جمع آوری شده بود استفاده 
داده های  از  استفاده  با  تهران  در  که  مطالعه ای  تنها  کردند. 
از 0/5 را  انجام شده است همبستگی کمتر   MAIAC AOD

داده  گزارش   PM2.5 غلظت  تخمین  برای  میانگین  به طور 
 PM2.5 غلظت  تخمین  همچنین   (Nabavi et al., 2019). است 
3- Multiangle Implementation of Atmospheric Correction
4- Dark Target
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از طریق تصاویر ماهواره ای با رزولوشن مکانی بالا همانند 
به دلیل  و  است  بررسی شده  متعدد  مطالعات  در  لندست 
اینکه این تصاویر توان تفکیک زمانی پایین تری )هر 15روز 
  PM2.5 یک تصویر( داشته اند برای نگاشت روزانه غلظت

.(Jafarian & Behzadi, 2020)مناسب نیستند
علاوه بر بحث داده، جنبه دیگر مدل سازی، نوع مدلی 
است که برای تخمین غلظت PM2.5 از داده های ایروسل و 
داده های هواشناسی به کار می رود. به طورکلی مدل هایی که 
برای تخمین غلظت PM2.5 با استفاده از داده های ایروسل 
اندازه گیری شده توسط ماهواره به کار می روند، در سه دسته 
 (Beckerman کلی قرار می گیرند: مدل های شبیه سازی شیمیایی
 (Hoek etآماری مدل های   .et al., 2013; Vienneau et al., 2010)

 (Gupta & تجربی  نیمه  مدل های  و   al., 2008; Ni et al., 2018) 

 .Christopher, 2009)

استفاده  بیشترین  آماری  مدل های  مدل ها،  این  میان  در 
را نسبت به سایر مدل ها دارند که در آن ها روش های مبتنی 
بر یادگیری ماشینی به صورت گسترده برای تخمین غلظت 
PM2.5 استفاده می شوند. مدل رگرسیون خطی ساده یکی از 

ساده ترین و پرکاربردترین مدل هایی است که برای برآورد 
بر  علاوه  است.  قرارگرفته  مورداستفاده   PM2.5 غلظت 
پیشرفته  ماشینی  یادگیری  مدل های  خطی،  رگرسیون  مدل 
  (Arciszewskaاستفاده شده اند PM2.5 نیز برای تخمین غلظت
 & McClatchey, 2001; Gupta & Christopher, 2009; Hersbach et al.,

 .2020; Sayer et al., 2015)

اخیراً  که  ماشینی  یادگیری  مدل های  از  دیگر  دسته ای 
محبوب شده اند، مدل های یادگیری عمیق هستند که قابلیت 
در  دارند.  ورودی  متغیر  چندین  از  را  متغیر  یک  تخمین 
سال  های اخیر روش های مبتنی بر شبکه های عصبی عمیق 
طبقه بندی  مختلف  مسائل  در  خودشان  از  خوبی  عملکرد 
مبتنی  روش های  از  همچنین  داده اند.  نشان  رگرسیون  و 
طریق  از   PM2.5 غلظت  تخمین  برای  عمیق  یادگیری  بر 

اطلاعات ماهواره ای استفاده شده است. 
در مطالعه ای که به تازگی انجام شده، یک شبکه هوشمند 

مکان مبنا با بهره گیری از شبکه باور عمیق ابداع گردید که 
از اندازه گیری داده های ایروسل، داده های هواشناسی و سایر 
معلق  ذرات  غلظت  تخمین  به منظور  مکان مبنا  اطلاعات 
از  دیگر،  تحقیقی  در   (Lianfa Li, 2020). است  شده  استفاده 
 PM2.5 یک شبکه خود رمزنگار عمیق برای تخمین غلظت
 .(Li et al., 2017) شد  استفاده  ایروسل  داده های  از   PM10 و 
همچنین در مطالعه  ای که اخیراً صورت گرفته، از یک شبکه 
خودسازگار برای یافتن رابطه بین داده های ایروسل و غلظت 

 .(Chen et al., 2021) استفاده شده است PM2.5

مشخص  مقالات  تاریخچه  بررسی  از  که  همان گونه 
شد، الگوریتم های مختلف یادگیری ماشین عمدتاً بر مبنای 
رگرسیون خطی و اخیراً الگوریتم های یادگیری عمیق برای 
تاکنون  اما  توسعه  یافته اند،  هوا  آلودگی  غلظت  بررسی 
قابلیت های الگوریتم های یادگیری عمیق مولد در مدل سازی 
غلظت ذرات معلق در سطح شهر تهران مورد بررسی قرار 
و  قابلیت  بررسی  به  مقاله  این  در  درنتیجه،  است.  نگرفته 
نظیر  مولد  عمیق  یادگیری  شبکه های  انواع  دقت  مقایسه 
شبکه های مولد تخاصمی، شبکه باور عمیق بولتزمن و شبکه 
خود رمزنگار عمیق برای تخمین مقادیر غلظت PM2.5 از 
روی مقادیر ایروسل جمع آوری شده توسط تصاویر ماهواره 

مودیس پرداخته می شود.

2- منطقه موردمطالعه
دارای  ایران،  پایتخت  تهران،  شهر  موردمطالعه  منطقه 
جمعیت 13/3 میلیون نفر است (Habibi et al., 2017). این شهر 
طول  و  شمالی   35°48´ تا   35°35´ جغرافیایی  عرض  در 
جغرافیایی´17°51 تا ´33°51 شرقی قرار دارد. مرتفع ترین 
نقطه در تهران دارای ارتفاع 1800 متر و کم ارتفاع ترین نقطه 
آن دارای ارتفاع 900 متر از سطح آب های آزاد است. یکی 
از اصلی ترین منابع آلودگی هوا در تهران، استفاده از وسایل 
حمل ونقل و ناوگان نسبتاً قدیمی است که عامل تولید حدود 
 (Shahbazi et al.,هستند PM آلودگی و 70 درصد  85 درصد 
(2016. همچنین فعالیت های انسانی همانند تغییر کاربری های 
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اراضی و تغییر پوشش گیاهی در مناطق شهری و حومه شهر 
شدت آلودگی را افزایش داده است.

3- مواد تحقیق
PM2.5 3-1- داده های ذرات معلق

کنترل  شرکت  توسط   PM2.5 غلظت  روزانه  میانگین 
موقعیت  نگاره1  می شود.  جمع آوری  تهران  هوای  کیفیت 
نشان می دهد. همان طور  را  کیفیت هوا  کنترل  ایستگاه های 
که در نگاره1 نشان داده شده است، کیفیت هوای شهر تهران 
پایش  پخش شده  شهر  سراسر  در  که  ایستگاه   23 توسط 
 TEOM به صورت ساعتی توسط دستگاه PM می شود. سطح

 .(Sotoudeheian & Arhami, 2014) اندازه گیری می شود
باوجود گسترش مناسب ایستگاه های پایش، این تعداد 
ایستگاه برای نگاشت غلظت PM2.5 با وضوح بالا از شهر 
برای  درون یابی  روش های  معمولاً  نیستند.  کافی  تهران 
تخمین و نگاشت غلظت PM2.5 در مناطق بین ایستگاه ها 

و  آب وهوایی  شرایط  تنوع  روش ها  این  می شود.  استفاده 
نادیده  انسانی دخیل در تولید آلاینده های محلی را  عوامل 
اندازه گیری  که  می شود  حادتر  زمانی  مورد  این  می  گیرند. 
مداوم غلظت PM2.5 توسط ایستگاه های موجود باگذشت 
شدن  کم  معنی  به  عمل  در  که  نیست  امکان پذیر  زمان 
از  مثال  برای  است.  اندازه گیری  زمینی  ایستگاه های  تعداد 
مشکلات  دلیل  به  آن ها  از  برخی  ایستگاه،   23 همین  بین 
و نقایص فنی در برخی از بازه های زمانی، داده ای را ثبت 
ننموده  اند. درنتیجه داده های ایروسل جمع آوری شده توسط 

ماهواره ها می توانند این نقایص را جبران نمایند.

3-2- داده های ماهواره ای ایروسل
تغییرات  مدل سازی  برای  می تواند  ایروسل  داده های 
غلظت PM2.5 در مکان هایی بین ایستگاه های کنترل کیفیت 
داده های  می توانند  فضایی  سنسورهای  شود.  استفاده  هوا 
واقع  در  کنند.  اندازه گیری  روزانه  به صورت  را  ایروسل 

نگاره1: نمایی از منطقه موردمطالعه، شهر تهران
 موقعیت ایستگاه های کنترل کیفیت هوا توسط دایره های نارنجی مشخص شده است
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در  موجود  ایروسل  میزان  مشخص کننده  ایروسل  داده های 
اتمسفر است که به صورت ستونی با اندازه گیری میزان عمق 
دو  می شود.  اندازه گیری  ایروسل،  توسط  ناپدیدشده  نوری 
نوع داده های ایروسل که به صورت گسترده استفاده می شوند 
DB  هستند  DT و  الگوریتم های  بازیابی توسط  از  حاصل 
که توسط ماهواره مودیس )Aqua/Terra( به دست می آیند. 
الگوریتم DT بیشتر در مناطق با تراکم بالای پوشش گیاهی 
استفاده می شود که این موضوع، استفاده از آن را در مناطق 

.(Levy et al., 2013) شهری محدود می کند
 DB بیشتر در مناطق با سطوح روشن قابل استفاده هست 
(Hsu et al., 2013) که شامل مناطق شهری می شود. با این  وجود 

هر دو الگوریتم منجر به اندازه گیری داده با رزولوشن 3 تا 10 
کیلومتر می شوند که این موضوع ما را در اندازه گیری غلظت 
PM با دقت و رزولوشن بالا محدود می کند. محصول جدید 

از  الگوریتم MAIAC است که  ایروسل، خروجی  داده های 
اندازه گیری هایی به صورت سری زمانی توسط سنسورهای 
شد  ذکر  که  همان طور  است.  به دست آمده   Terra و   Aqua

اتمسفر  به صورت ستونی در  ایروسل  داده های  اندازه گیری 
 PM2.5 غلظت  اندازه گیری  درحالی که  صورت  می گیرد، 
است.  زمینی  ایستگاه های  به  نزدیک  سطحی  به صورت 
از  را    PM2.5 غلظت  مقدار  که  مدل  یک  توسعه  درنتیجه 

داده های ایروسل محاسبه کند چالش برانگیز می باشد.

3-3- داده های هواشناسی
نقش  متعددی  مطالعات  ایروسل،  داده های  بر  علاوه  
  PM2.5 قابل توجه داده های هواشناسی برای برآورد غلظت
را نشان می  دهند (Peng et al., 2009; Peters et al., 2001). به عنوان 
مثال، پارامتر لایه مرزی، مرز میان غلظت آلاینده ها در سطح 
بالاتر  سطوح  در  آلاینده ها  غلظت  با  را  زمین  به  نزدیک 

اتمسفر مشخص می کند.
 دمای هوا نیز رابطه مستقیمی با غلظت آلاینده ها دارد، 
به گونه ای که در دماهای پایین میزان غلظت آلودگی افزایش 
می  یابد در حالی که افزایش دمای هوا امکان جابه جایی سریع تر 

لایه های هوایی )همرفت( و انتقال آلودگی به سطوح بالاتر 
را فراهم می کند و باعث کاهش غلظت آلاینده ها در سطح 
می شود. افزایش یا کاهش تابش فرابنفش باعث افزایش یا 
 کاهش فعل  وانفعالات آلاینده ها در اتمسفر می شود که موجب
همچنین  می گردد.  پایین تر  یا  بالاتر  به سطوح  آن ها  انتقال 
یا  آلاینده ها  انباشت  در  بسزایی  تأثیر  باد  سرعت و جهش 
تخلیه آن ها از سطح شهر دارد. اطلاعات تکمیلی در تحقیقات 
عموماً  است.  شده  ارائه   (Peng et al., 2009; Peters et al., 2001)

ایستگاه های  توسط   PM2.5 همانند  هواشناسی  داده های 
 ECMWF ،زمینی هواشناسی جمع آوری می شوند. با این  حال
یکی از معروف ترین مدل های جهانی آب و هوایی است که 
می تواند توزیع یکنواخت داده های هواشناسی را در سرتاسر 
جهان فراهم کند و به عنوان جایگزین ایستگاه های هواشناسی 
مورداستفاده قرار گیرد. داده های هواشناسی حاصل از نسل 
با    ERA5 عنوان  با   1

 ECMWF تجزیه وتحلیل مجدد  پنجم 
روزانه  به صورت  و  کیلومتر   12 حدود  مکانی  رزولوشن 
هواشناسی،  داده های  گرفتن  به کار  برای  می شوند.  عرضه 
ایستگاه های  موقعیت  در  را  آن ها  مقدار  تا  هست  نیاز 
هواشناسی تخمین زد. به این منظور، داده های هواشناسی در 
کریجینگ2  همانند  درون یابی  روش های  با  هدف  موقعیت 
مقداردهی می شوند. دو نوع محبوب از کریجینگ، معمولی3 
استفاده  برای درون یابی داده های هواشناسی  و یونیورسال4 
انواع کریجینگ ، یک پارامتر مهم دیگر  می شوند. در کنار 
semi-( که باید به صورت صحیح تنظیم شود سمی وریوگرام

کره ای،  خطی،  مختلف  انواع  در  که  هست   )variogram

گاوسی و توانی طراحی شده است و باید برحسب نوع داده 
 .(Bagheri et al., 2014) موردمطالعه به طور درستی انتخاب شود
مطالعه  این  در  مورداستفاده  هواشناسی  داده های   1 جدول 
به همراه پارامترهای درون یابی کریجینگ برای هر پارامتر را 

نشان می دهد. 
1- European Centre for Medium-Range Weather Forecasts 

2- Kriging 

3- Ordinary 

4- Universal 
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جدول1: پارامترهای هواشناسی مورداستفاده به همراه 
تنظیمات درون یابی کریجینگ هر پارامتر

داده هواشناسینوع کریجینگسمی وریوگرام
دمای نقطه شبنمیونیورسالکره ای
درجه حرارتیونیورسالکره ای
لایه مرزیمعمولیکره ای

شاخص پوشش گیاهیمعمولیکره ای 
فشار سطحییونیورسالپاور

سرعت بادمعمولیکره ای
جهت بادمعمولیکره ای
تابش فرابنفش ورودی بر سطحمعمولیکره ای
تابش خورشید در سطح زمینمعمولیکره ای

از  نمونه  چند  سالیانه  میانگین  نقشه  های  نگاره2 
پارامترهای هواشناسی را در سطح شهر تهران نشان می دهد. 
علاوه بر داده های فوق، موقعیت جغرافیایی )طول و عرض 
به عنوان   1)DOY( سال  در  مشاهده  روز  و  جغرافیایی( 
مورداستفاده   PM2.5 غلظت  تخمین  در  ورودی  متغیرهای 
1- Day of Year

شامل   )X13×1( ورودی  متغیر   13 درمجموع  می  گیرند.  قرار 
داده های ایروسل ماهواره ای، داده های هواشناسی، اطلاعات 
تخمین  برای  سال،  در  روز  شماره  جغرافیایی،  موقعیت 
بازه  در  داده ها  این  می شوند.  به  کار  گرفته   PM2.5 غلظت 
که  به دست  آمده اند    2020 ژانویه  تا   2013 ژانویه  زمانی 
در موقعیت ایستگاه های سنجش آلودگی هوا برای آموزش 

شبکه مورد استفاده قرار گرفتند.

روش شناسی
برای  مولد  عمیق  یادگیری  الگوریتم های  مقاله  این  در 
مدل سازی رابطه بین داده های عمق نوری ایروسل و غلظت 
PM2.5 استفاده شده است. در شبکه های مولد هدف یادگیری 

توزیع درست داده های موجود در مجموعه داده های آموزش 
است. به عبارت  دیگر، هدف یادگیری تابعی است که قادر 
باشد یک تخمین درست از توزیع داده ها را به دست آورد 
(Ruthotto & Haber, 2021). با یافتن توزیع مناسب امکان استخراج 

نگاره2: نقشه  های میانگین برخی از پارامترهای هواشناسی )ارتفاع لایه مرزی، فشار هوا، دمای هوا و سرعت و جهت باد( در
سطح شهر تهران. نقشه  های نشان داده   شده با استفاده از درون یابی با توان تفكیک km 1از میانگین مشاهدات در بازه زمانی 

ژانویه 2013 تا ژانویه 2014 تهیه شده  اند
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ویژگی کارا نیز فراهم می شود؛ بنابراین شبکه های یادگیری 
عمیق مولد پتانسیل قابل توجهی برای یادگیری ویژگی های 
سطح بالا دارند که می توانند در تخمین و رگرسیون مقادیر 

هدف مورد استفاده قرار گیرند.
در این مقاله سعی بر استفاده و مقایسه شبکه های یادگیری 
عمیق مولد به منظور یافتن مدلی برای تخمین مقادیر غلظت 
PM2.5 از روی مقادیر داده های ایروسل در محل ایستگاه ها 

برای  داده شده می تواند  توسعه  این روش مدل  با  می باشد. 
پیش بینی مقدار غلظت PM2.5 از روی  داده های ایروسل و 
)فاقد  ایستگاه ها  مابین  مکان های  در  هواشناسی  مشاهدات 
داده های  حالت  این  در  رود.  به کار  زمینی(  اندازه گیری 
یک  زمینی  ایستگاه  یک  محل  در  استخراج شده  ایروسل 
اندازه گیری  زمینی   PM2.5 غلظت  و  است  ورودی  متغیر 
ایروسل  داده های  بر  علاوه  است.  مستقل  متغیر  یک  شده 
هواشناسی  داده های  ماهواره ها،  مشاهدات  از  شده  بازیابی 
کارایی خود را در تخمین غلظت PM2.5 به عنوان داده های 
به  مورد نظر  مسئله  به این  صورت،  داده اند.  نشان  کمکی 
یافتن مدلی  یک مسئله رگرسیون تبدیل می شود که هدف 
ایروسل  داده های  روی   از   PM2.5 غلظت  تخمین  به منظور 
و هواشناسی است. در ادامه ساختار شبکه های عمیق مولد 

مورداستفاده در این مقاله موردبررسی قرار می گیرد.

3-4- شبكه خود رمزنگار عمیق
مسائل  برای  که  عمیق  عصبی  شبکه های  از  یکی 
رگرسیون توسعه داده شده است شبکه خود رمزنگار عمیق 
ویژگی ها  رمزنگار،  شبکه ها،  نوع  این  در  است.   1)DAE(
برای داده ها  از داده ها استخراج می کند. دو نوع ویژگی  را 
وجود دارد، ویژگی های ورودی که به شبکه وارد شده اند و 
ویژگی هایی که توسط شبکه تولید شده اند. استخراج ویژگی 
خودکار توسط شبکه، این امکان را فراهم کرده است که یک 
متغیرهای  و  ورودی  ویژگی های  بین  نگاشت  پیچیده  تابع 
نهایی یاد گرفته شود (Li, Yu, & Qin, 2017). به بیان دیگر، یک 

1- Deep Auto Encoder

شبکه خود رمزنگار از دو بلوک اصلی رمزگذار2 و رمزگشا3 
تشکیل شده است )نگاره3(. وظیفه بلوک رمزگذار استخراج 
ویژگی های جدید و سطح بالا از روی ویژگی های ورودی 
اگر  است.  ورودی  ویژگی های  بازسازی  رمزگشا  وظیفه  و 
رمزنگار و رمزگشا را به ترتیب با a  و A نمایش دهیم، داریم:
a = x   F

A = F   x

زیر  رابطه  که  می شوند  تعیین  به گونه ای   a , A آن  در  که 
مینیمم شود: 

a, A = arg min ||x-(A.a)x||2

قسمت  پنهان،  یک  لایه  تنها  با  حالت،  ساده ترین  در 
متغیر به  را  آن  و  کرده  دریافت  را    x € Rd متغیر   رمزنگار، 

h € Rp  نگاشت می کند که h نیز از نگاشت زیر به دست می آید: 

h =σ (Wx+b)

فعال سازی  تابع  σ یک  نهفته گفته می  شود.  متغیر   h به  که 
مقدار  هم    b و  وزن  ماتریس   W می باشد،   ReLU همانند 
خطایی است که به شبکه اعمال می  کنیم. پس ازآن، قسمت 

رمزگشا، h را به ´x نگاشت می کند: 
x´ = σ´(W´h+b´)

ماتریس وزن  فعال  ساز،  تابع  ترتیب  به   b´ و   W´ ، و   σ  ´ که 
به  الگوریتم موفق  زمانی  بایاس شبکه رمزگشا می باشد.  و 
استخراج ویژگی می شود که اختلاف ویژگی های تولیدشده 
تابع  برسد. درواقع یک  میزان ممکن  به حداقل  و ورودی 
هزینه )Loss(  بر مبنای نرم دوم )L2( تعریف می شود تا این 

اختلاف را کمینه سازد:

Loss(x, x´) = ||x-x´||2 = |x-σ´(W´(σ(Wx+b))+b´)||2

بلوک  توسط  استخراج شده  ویژگی  کمینه سازی،  از  پس 
رمزگذار )x( به عنوان ویژگی های سطح بالا وارد یک مدل 
 ،PM2.5 غلظت  تخمین  مسئله  در  می شوند.  رگرسیون 
پارامترهای  و  ایروسل  داده های  مانند  ورودی  ویژگی های 
هواشناسی به شبکه وارد می شوند تا از ویژگی های بهتری 

2- Encoder 

3- Decoder 
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که توسط شبکه تولید می شود برای پیش بینی مقدار غلظت 
PM2.5 استفاده شود.

3-5- شبكه مولد تخاصمی شرطی
 2014 سال  در   1(GAN( تخاصمی  مولد  شبکه های 
طراحی شدند (Goodfellow et al., 2014). یک نوع از شبکه های    
GAN با قابلیت به کارگیری در مسائل نظارت  شده، شبکه های  

 .(Mirza & Osindero, 2014) می باشد   2)CGAN( شرطی   GAN

شبکه های  است،  داده شده  نشان  نگاره4  در  که  همان گونه 
تشکیل  تفکیک کننده4  و  مولد3  تابع  دو  از  تخاصمی  مولد 
 شده اند. تابع مولد وظیفه تولید داده های جدید را از قسمت 
فضای پنهان5 که در ابتدا به صورت دلخواه به عنوان ورودی 
تولیدشده  داده های  سپس  دارد.  را  می شود  وارد  شبکه  به 
جداسازی  وظیفه  که  تفکیک کننده  وارد  اصلی  داده های  و 
داده های واقعی6 از داده های ساختگی7 را دارد می شوند. این 
فرآیند همانند یک بازی صفر و یک می ماند که شبکه مولد 
همواره سعی بر فریب شبکه تفکیک کننده دارد و این فرآیند 
تا زمانی ادامه دارد که دو شبکه به یک نقطه تعادل برسند.  
در این نقطه تعادل، مقدار خطای شبکه تفکیک کننده برابر با 
0/5 و مقدار خطای شبکه مولد بین 0/5 تا 1/5 است. مولد و 
تفکیک کننده هر دو دارای نگاشت های غیرخطی هستند. اگر 
شبکه مولد را با G و تفکیک کننده را با D نمایش دهیم، مولد 
یک نگاشت از توزیع فضای نهان dz(z)  با استفاده از تابع 
G(z) انجام می دهد تا داده x از روی متغیر تصادفی Z تولید 

شود. در ادامه، تابع تفکیک کننده D(x)، مشخص می کند که 
آیا x توسط مولد تولید شده است یا داده واقعی می باشد. 
برای این منظور، مولد و تفکیک کننده هم زمان آموزش داده 
می شوند و پارامترهای مولد و تفکیک کننده به گونه ای تنظیم 
می شوند تا مقدار log(1-D(G(z)) برای مولد و logD(x) برای 
1- Generative Adversarial Neural Network
2- Conditional GAN
3- Generator 

4- Discriminator 
5- Latent space 

6- real 
7- fake 

تفکیک کننده به مقدار کمینه خود دست  یابند.
هم  و  مولد  هم  شرطی،  تخاصمی  مولد  شبکه های  در 
تفکیک کننده با استفاده از یک پارامتر دیگر به نام y  مشروط 
برچسب  نظیر  کمکی  داده  نوع  هر  می تواند   y می  شوند. 
داده ها باشد. در شبکه های مولد تخاصمی شرطی y  به عنوان 
بنابراین تابع  ورودی به مولد و تفکیک کننده داده  می  شود. 

هزینه تحت شرط y به صورت زیر تعریف می شود:

MinMaxV(D,G) = Ex ~ dx [logD(x|y)]+ Ez ~ p(z) 

[log(1-D(G(z|y)))]

در این مقاله رگرسیون بین داده های غلظت PM2.5 و داده های 
صورت   CGAN شبکه های  توسط  هواشناسی  و  ایروسل 
گرفته است. شبکه بر اساس رابطه ای که تفکیک کننده برای 
تشخیص داده های واقعی و غیرواقعی به دست آورده است، 

کار نگاشت غلظت PM2.5 را انجام می دهد.

3-6- مدل یادگیری عمیق بولتزمن
تصادفی  عمیق  یادگیری  مدل های  بولتزمن،  ماشین های 
هستند که فقط دارای دو نوع گره  هستند: گره های مخفی و 
گره های قابل مشاهده، درحالی که هیچ گره خروجی ندارد. 
بودن  تصادفی  خاصیت  آن ها  به  خارجی  گره  وجود  عدم 
داده است. برخلاف سایر شبکه های قدیمی که در آن ها هیچ 
ارتباطی بین گره های ورودی وجود نداشت، در ماشین های 
بولتزمن بین گره های ورودی ارتباط برقرارشده است. این 
ویژگی به آن ها این توانایی را داده است که اطلاعات را بین 
بعدی،  داده های  تولیدکننده  و  بگذارند  اشتراک  به  یکدیگر 
می شود،  داده  ورودی  آن ها  به  که  زمانی  باشند.  خودشان 
میان  همبستگی های  و  الگوها  پارامترها،  تمام  هستند  قادر 
ماشین های محدود   .(Hinton, 2012) آورند  به دست  را  داده ها 
محبوب  و  خاص  نوع  یک  به عنوان   8)RBM( بولتزمن 
ماشین های بولتزمن، شبکه های عصبی دولایه باقابلیت مولد 
بودن هستند که قادر به یادگیری احتمال توزیع در داده های 
ورودی هستند (Hinton, 2012). در این ماشین ها ارتباط میان 

8- Restricted Boltzmann Machines



فصلنامه علمی - پژوهشي اطلاعات جغرافيايي )           (  
 استفاده از الگوریتم  های یادگیری مولد عمیق به منظور تخمین غلظت  ... / 15 

گره های مخفی و گره های قابل  مشاهده محدود شده اند که 
این موضوع اجرا کردن آن ها را نسبت به شبکه های بولتزمن 
آسان تر کرده است. همان طور که قبلًا گفته شد ماشین های 
دولایه  این  که  هستند  دولایه  شبکه هایی  بولتزمن  محدود 
به صورت کامل توسط یک گراف دوطرفه به یکدیگر متصل 
شده اند. به این معنی که هر گره در لایه قابل مشاهده با هر 
اما هیچ دو گره ای در  ارتباط است،  پنهان در  گره در لایه 

یک لایه یکسان با هم در ارتباط نیستند )نگاره8(. 
که  داریم  متقارن  دوبخشی  نمودار  یک   ،RBM یک  در 
نیستند. چندین  به هم متصل  هیچ دو واحد در یک گروه 
RBM می توانند به صورت پشت سر هم به یکدیگر متصل 

شوند و از طریق روند نزولی شیب و الگوریتم انتشار مجدد 
می نامند  عمیق  باور  شبکه  را  شبکه ای  چنین  شوند.  تنظیم 
)نگاره8(. در یک بلوک RBM اگر ورودی ها در لایه مرئی، 
v (0)،وW  ماتریس وزن و c بایاس شبکه باشد، خروجی لایه 

مرئی برابر است با:
h(1) = S(v(0)T W + c)

 که در آن S تابع فعال  سازی می باشد. در فرآیند بازسازی داریم:
v(1) = S(h(1) WT + a)

بازسازی  خطای  به عنوان  می تواند   v(0)-v(1) میان  اختلاف 
می  شود  تلاش  آموزش  فرآیند  در  که  شود  گرفته  نظر  در 
وزن  ها به گونه ای تنظیم شوند تا این خطا به حداقل برسد. 

بنابراین وزن  ها در هر مرحله تکرار برای کمینه کردن این 
خطا سرشکن می شوند. به بیان دقیق  تر اگر احتمال خروجی 
)h(1 ، از ورودی v(0) و وزن  هایW ، به صورت زیر نمایش 

داده  شود:
P(h(1)|v(0);W)

و در مرحله بازگشت، )مرحله بازسازی ورودی  ها(، احتمال 
زیر  به صورت    W وزن  با    h(1) ورودی  از    v(1) خروجی 

محاسبه شود:
P(v(1) | h(1) ; W)

تابع توزیع احتمال توأم به صورت P(v,h) باید مینیم شود تا 
اختلاف توزیع های احتمال تعریف شده در بالا به حداقل برسد. 

4- پیاده سازی و نتایج
مورداستفاده شامل  نگاره3 ساختار شبکه خود رمزنگار 
تعداد لایه ها و تعداد نرون های درون هر لایه را نشان می دهد. 
شبکه  است  داده شده  نشان  نگاره3  در  که  همان گونه 
است.  تشکیل شده  رمزگشا  و  رمزگذار  اصلی  بلوک  دو  از 
مدل  یک  وارد  شبکه  توسط  استخراج شده  ویژگی های 
 1

 )SVR( پشتیبان  بردارهای  ماشین  مبنای  بر  رگرسیون 
می شوند. وظیفه SVR تخمین PM2.5 از روی ویژگی های 
تولیدشده توسط رمزنگار هست. در طراحی شبکه از تابع 
فعال سازی ReLU 2 برای تمام لایه ها به جز لایه آخر استفاده 
1- Support Vector Regressor
2- Rectified Linear Unit

PM2.5 نگاره3: ساختار شبكه خود رمزنگار عمیق مورداستفاده به منظور تخمین غلظت
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 شده است. همچنین به منظور جلوگیری از بیش برازش از 
نرم L2 با پارامتر تنظیم کننده 0/001 در تمامی لایه ها استفاده 
یادگیری  نرخ  با  و   Adam بهینه ساز  با  شبکه  است.  شده 
در  همچنین  است.  داده شده  آموزش  اپک   200 در   0/001
 )RBF( تنظیم ماشین بردار پشتیبان از هسته تابع پایه شعاعی

با پارامتر تنظیم کننده 100 استفاده شده است.
این  در  مورداستفاده   CGAN شبکه   ساختار  نگاره4 
تحقیق به منظور تخمین داده های غلظت PM2.5 را با استفاده 
از داده های ایروسل و پارامترهای هواشناسی نشان می دهد. 
در قسمت مولد 4 لایه تمام متصل از نرون  ها، همان گونه که 
در نگاره6 نشان داده شده است، برای تولید داده های جعلی 
PM2.5 از داده های ورودی ایروسل و پارامترهای هواشناسی 

نمایش  با ساختار  تفکیک کننده  به کار می رود. سپس شبکه 
و  واقعی  داده های  تشخیص  به منظور  نگاره5  در  داده شده 

جعلی مورد استفاده قرار می گیرد. در فرآیند آموزش دادن 
شبکه مولد تخاصمی چالش های زیادی هستند که می توانند 
مشکل ساز شوند و فرآیند یادگیری شبکه های مولد تخاصمی 
را نسبت به سایر شبکه های عصبی سخت تر  کنند. یکی از 
بزرگ ترین این چالش ها که در فرآیند پیاده سازی این مقاله 
نیز مشکل ساز شد مشکل عدم همگرایی در شبکه های مولد 
تخاصمی است. یادگیری شبکه های مولد تخاصمی بر اساس 

یک بازی مجموع صفر )نظریه بازی( می باشد. 
بر فریب دادن تشخیص دهنده دارد  مولد همواره سعی 
به صورتی که توان تشخیص داده های تولیدشده از داده های 
واقعی را نداشته باشد و تشخیص دهنده نیز سعی بر ناکام 
عدم  موجب  موضوع  این  که  دارد  مولد  شبکه  گذاشتن 
مشکل  این  حل  برای  مناسب  راه حل  می شود.  همگرایی 
و  مولد  شبکه های  در  لایه  هر  برای  مناسب  مقادیر  یافتن 

 CGAN نگاره4: ساختار شبكه
مورداستفاده به منظور تخمین 

PM2.5 غلظت

CGAN نگاره5: ساختار تفكیک کننده در شبكهCGAN نگاره6: ساختار مولد در شبكه
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تشخیص دهنده است. برای تشخیص اینکه شبکه دچار عدم 
همگرایی نشده باشد، باید میزان تابع خطای دو شبکه مولد 
و تشخیص دهنده در یک بازه تعادل قرار بگیرد که این بازه 
تعادل مقدار خطای میانگین 0/5 یا حداکثر 0/7 تا 0/8 برای 
تشخیص دهنده و میزان خطای مولد ببین 1 تا 2 است. در 
نگاره7 فرآیند آموزش دو شبکه مولد و تفکیک کننده نشان 

داده شده است. 
شبکه  است،  شده  داده  نشان  نگاره7  در  که  همان گونه 
و  جعلی1  داده های   0/5 از  کمتر  خطای  با  تفکیک کننده 
واقعی2 را از هم تفکیک نموده است که نشان دهنده عملکرد 
خطای  میزان  اما  هست.  تشخیص  تابع  مناسب  آموزش  و 
شبکه مولد که هدف در فریب دادن شبکه تشخیص دارد 
بین مقادیر 1 تا 2 در حال نوسان هست. درنهایت با رسیدن 
به نقطه تعادل دو شبکه درجایی با هزینه حدود 0/5 برای 
تابع تشخیص و 1/5 برای تابع مولد، فرآیند آموزش متوقف 

می  شود. 
این  در  مورداستفاده  عمیق  باور  شبکه  ساختار  نگاره8 
بلوک  دو  از   PM2.5 تخمین  برای  می دهد.  نشان  را  مقاله 
RBM تشکیل شده است. لایه اول به عنوان لایه مرئی3 و لایه 

بعدی به عنوان لایه پنهان4 در نظر گرفته شده است. درنتیجه 
شبکه درمجموع با دولایه پنهان با 64 و 8 نرون و یک لایه 

ورودی )مرئی( ساخته می شود.

1- Fake 

2- Real 

3- visible 

4- hidden 

در  شده  جمع  آوری  داده های  شبکه ها،  آموزش  برای   
عمق  نظیر  ویژگی  هایی  شامل   2013-2020 زمانی  بازه 
نوری ایروسل، پارامترهای هواشناسی، موقعیت جغرافیایی 
شبکه  به   X13×1 بردار  یک  به صورت  سال  روز  شماره  و 
از  آمده  به دست   PM2.5 زمینی  مقادیر  همچنین  شد.  وارد 
برای  برچسب  به عنوان  هوا  کیفیت  کنترل  ایستگاه های 
آموزش شبکه در نظر گرفته   شد. داده های به دست آمده به 
سه دسته داده های آموزشی، اعتبارسنجی و داده های تست 
و  شبکه  آموزش  برای  آموزشی  داده های  گردید.  تقسیم 
داده های اعتبارسنجی برای بررسی عملکرد شبکه ها در حین 
تعداد  شبکه،  ساختار  نظیر  هایپرپارامترها  تعیین  و  آموزش 
درنهایت  قرار گرفت.  مورداستفاده  نرون ها  تعداد  و  لایه ها 
اعتبارسنجی  و  آموزش  فرآیند  طی  به دست آمده  مدل های 
پایان  قرار گرفتند. در  ارزیابی  داده های تست مورد  توسط 
نتایج حاصل از ارزیابی توسط معیارهای مختلف اندازه گیری 
برحسب   2 جدول  در  که  گردید  مقایسه  یکدیگر  با  دقت 
 ،5  (RMSE( خطا  مربعات  میانگین  جذر  نظیر  معیارهایی 
 )R2( 6 و ضریب همبستگی (MAE( میانگین مطلق خطاها

ارائه شده است.
علاوه بر مدل های یادگیری عمیق مولد، مدل های خطی 
)ساده، Lasso،وRdige( که در مدل سازی مقادیر غلظت بسیار 
پیاده سازی  مقایسه  به منظور  هم  قرارگرفته اند  مورداستفاده 
است،  داده شده  نشان   2 جدول  در  که  همان طور  شدند. 
مقدار  با   RMSE به  رسیدن  با  عمیق  رمزنگار  خود  شبکه 
5- Root Mean Square Error
6- Mean Absolute Error

نگاره 7: آموزش شبكه CGAN تا رسیدن 
به نقطه تعادل، d-real  خطای تابع 

  d-fake ،تفكیک کننده برای داده های واقعی
خطای تابع تفكیک کننده برای داده های 
جعلی و gen  خطای تابع مولد را نشان 

می دهد
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آموزشی  داده های  روی  بر  مترمکعب  بر  میکروگرم   8/78
داده های تست  بر روی  مترمکعب  بر  میکروگرم  و 10/34 
الگوریتم های موجود  میان  در   RMSE میزان  بهترین  دارای 
 ،R2 و MAE می باشند. همچنین از نظر سایر معیارها نیز نظیر
شبکه خود رمزنگار بالاترین دقت را نسبت به سایر مدل ها 
به دست داده است. پس ازآن شبکه بولتزمن با داشتن مقادیر 
نزدیک به مقادیر شبکه خود رمزنگار عمیق، عملکرد مطلوبی 
را از خود نشان داده است. عملکرد شبکه CGAN در تخمین 
غلظت PM2.5 از مقادیر داده های ایروسل، پایین تر از سایر 
شبکه های مولد عمیق هست بااین حال شبکه  CGAN نسبت 
تست  داده های  روی  بر  خطی  رگرسیون  الگوریتم های  به 
عملکرد بهتری را از خود نشان داده است. استفاده از شبکه 

CGAN بر روی این داده ها با چالش های فراوانی همراه بوده 

که  بوده  مواجه  همگرایی  عدم  با  الگوریتم  ابتدا  در  است، 
باید  و  است  رایج  بسیار   GAN در شبکه های  موضوع  این 
خطای تفکیک کننده به عدد 0/5 همگرا شود و خطای مولد 
نیز در بازه 0/5 و 1/5 قرار گیرد که این موضوع در مسائل 
رگرسیون و کار با داده هایی با دامنه تغییرات زیاد مسئله را 

کمی مشکل می کند. 
زمانی که دامنه تغییرات داده ها زیاد باشد مولد به راحتی 
می تواند داده هایی تولید کند که تفکیک کننده نتواند به خوبی 
میزان درست یا غلط بودن آن ها را به درستی تشخیص دهد 
و همین موضوع باعث می شود بعد از چند مرحله آموزش 
الگوریتم، شاهد پایین آمدن سریع مقدار خطای مولد و بالا 

PM2.5 به منظور تخمین غلظت RBM نگاره8: ساختار شبكه باور عمیق تشكیل شده از بلوک های

جدول2: مقایسه نتایج الگوریتم ها
نتایج بر روی داده های یادگیرینتایج بر روی داده های آزمون

مدل مورداستفاده
R2MAE (μg/m3)RSME (μg/m3)R2MAE (μg/m3)RSME (μg/m3)

ساده0/5711/5215/010/588/7611/12
رگرسیون 

خطی
0/559/4612/140/578/8511/22)Lasso( لاسو

0/5711/0414/500/598/7511/10)Ridge( ریدج

شبکه خود رمزنگار عمیق0/697/9510/340/776/678/78
عمیق 
مولد

شبکه یادگیری عمیق بولتزمن0/668/4010/600/707/699/79

0/529/0711/920/539/3112/18CGAN
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رفتن خطای تفکیک کننده باشیم تا جایی که از یک مرحله 
تفکیک کننده  خطای  از  پایین تر  مولد  خطای  میزان  بعد  به 
بسیار  تفکیک  دلیل شبکه  به همین  می شود.  آن  با  برابر  یا 
این  خود  البته  که  است  ساخته شده  مولد  شبکه  از  قوی تر 
موضوع هم باز چالش عدم همگرایی شبکه را به وجود می-
 آورد و اگر شبکه مولد از یک مقدار ضعیف تر باشد مجدداً 

عدم همگرایی به وجود خواهد آمد.
توسط  دقت  بالاترین  خطی،  الگوریتم های  میان  در 
بر  میکروگرم   12/14 میزان  به   RSME با  لاسو  الگوریتم 
مترمکعب و MAE به مقدار 9/46 میکروگرم بر مترمکعب 
اهمیت  که  است  به دست  آمده  تست  داده های  روی  بر 
نشان  را  الگوریتم ها  این  در  بهینه ساز  پارامتر  از  استفاده 
می دهد. بااین حال دقت رگرسیون  های خطی بسیار پایین تر 

از الگوریتم های یادگیری عمیق مولد هست.
رمزنگار  خود  مدل  عملکرد  دقیق تر  بررسی  منظور  به 
 PM2.5 آلاینده  برای  هوا  آلودگی  نقشه  شده،  داده   توسعه 
ژانویه  )یکم  آلوده  برای دو روز  کیلومتر  با رزولوشن یک 
 )2018 فوریه   25( پاک  روز  و  گروه ها  همه  برای   )2018
تهیه شد )نگاره9(. برای این منظور در هر پیکسل ماهواره ای 
مقدار ایروسل از داده های مودیس استخراج شد. همچنین 
مقادیر پارامترهای هواشناسی )حاصل از مدل ERA5( در هر 
پیکسل، با استفاده از درونیابی به روش کریجینگ مشخص 
شد. سپس در هر پیکسل مقدار غلظت PM2.5 با استفاده از 

مدل خود رمزنگار تعلیم داده شده بر اساس مقدار ایروسل 
با  شد.  پیش  بینی  شده،  درون یابی  هواشناسی  پارامترهای   و 
توجه به اینکه در برخی پیکسل  ها به دلیل ابر یا عوامل دیگر 
تخمین  امکان  درنتیجه  و  از دست  رفته اند  ایروسل  مقادیر 
نیست،  امکان پذیر  مدل  از  استفاده  با  نقاط  این  در   PM2.5

نهایی غلظت  برای تخمین  از تکنیک درون یابی کریجینگ 
آلودگی هوا  نقشه  تهیه  امکان  تا  قرار گرفت  استفاده  مورد 
نقشه  های  نگاره9  شود.  فراهم  کیلومتری  یک  رزولوشن  با 
آلودگی هوای تهیه شده در روزهای مدنظر را نشان می دهد.
همان گونه که در نگاره9 الف نشان داده شده است، در روز 
آلودگی  دارای  تهران  مناطق  بیشتر   2018 سال  ژانویه  اول 
هوا بیشتر از مقدار 73 میکروگرم بر مترمکعب می باشند که 
با گزارش شرکت کنترل کیفیت هوا مبنی برای آلودگی هوا 

برای تمام گروه ها مطابقت دارد. 
غلظت  هوا  کیفیت  کنترل  شرکت  گزارش  اساس  بر 
PM2.5 بین 40 تا 98 در ایستگاه های مختلف گزارش شده 

است که با مقادیر تخمین زده توسط الگوریتم شبکه عمیق 
)نقشه الف( مطابقت دارد. همچنین در نگاره9 )ب( قابلیت 
مدل در تهیه نقشه آلودگی هوا در یک روز پاک )25 فوریه 

2018( نشان داده شده است. 
دارای  نقاط  اکثر  مدل  توسط  زده  تخمین  مقادیر  بنابر 
میزان غلظت کمتر از 24 میکروگرم بر مترمکعب هست که 
بیانگر پاکی هوا در تاریخ مدنظر است. همچنین ایستگاه های 

نگاره9: نقشه آلودگی هوای شهر تهران
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بر  میکروگرم   26 تا   8 بین  مقادیر  روز  این  در  زمینی 
مترمکعب را برای غلظت PM2.5 ثبت نموده  اند که با مقادیر 
دیگر  بیان  به  دارد.  تطابق  ب  نقشه  در  شده  داده  نمایش 
رمزنگار  خود  عمیق  مدل  توانایی  به دست آمده  نقشه های 
به طور  می کند.  ثابت  را   PM2.5 معلق  ذرات  تخمین  در 
ایروسل  داده های  از  سطحی  آلودگی  مقدار  تخمین  کلی 
چالش  و  پیچیده  فرآیند  هواشناسی  داده های  و  ماهواره ای 
برانگیزی می باشد. خصوصاً زمانی که هدف برآورد آلودگی 
در رزولوشن های زمانی روزانه و رزولوشن مکانی بالا )یک 
PM2.5 را  برآورد  پیشین دقت  های  باشد. مقالات  کیلومتر( 
با همبستگی  های 0/55 و حتی کمتر  تهران  در سطح شهر 
 (Sotoudeheian & Arhami, 2014, Ghotbi et al., را گزارش کرده  اند

 .2016, Nabavi et al., 2019)

عواملی  به   PM2.5 غلظت  تخمین  دقت  کلی  به طور 
نظر،  مورد  منطقه  در  ایروسل  داده های  بازیابی  دقت  چون 
دقت و رزولوشن داده های هواشناسی و پیچیدگی الگوریتم 
وابسته می باشد. همانگونه که در مقاله بیان شد، رزولوشن 
داده های هواشناسی پایین تر است و درونیابی برای رسیدن 
به رزولوشن بالاتر تأثیر خود را در دقت نهایی می  گذارد. از 
طرفی الگوریتم  های پیچیده  تر منجر به مدل سازی و تخمین 
قرار  بررسی  مورد  مقاله  در  که  مسئله  ای  می  شوند،  دقیق  تر 
گرفته  است. همچنین مقالات قبلی نشان  داده  اند پارامترهای 
هواشناسی و فیزیکی دیگری مثل حجم ترافیک، تخمین  های 
اولیه از میزان آلودگی گسیل شده از اگزوز ماشین  ها و سایر 
ویژگی  ها در تخمین آلودگی PM2.5 مؤثر هستند که به دلیل 
نبود داده از پارامترهای مذکور در منطقه مورد مطالعه )عدم 
وجود اندازه  گیری(، منجر به تخمین آلودگی با دقت پایین تر 
)همبستگی کمتر( می شود. با این وجود از جدول نتایج و 
آلوده،  و  پاک  نمونه  روز  دو  برای  هوا  آلودگی  نقشه  های 
همبستگی  با  نظر  مورد  الگوریتم  که  گرفت  نتیجه  می توان 
غلظت  میزان  از  قبولی  قابل  برآورد  به  قادر   % 70 حدود 
PM2.5 و تغییرات آن در سطح شهر تهران با رزولوشن یک 

کیلومتر می باشد که در مطالعات قبلی تحقق نیافته بود.

5- نتیجه  گیری
از شبکه های عمیق عصبی  استفاده  امکان  مقاله  این  در 
مولد برای تخمین مقادیر غلظت PM2.5  از داده های روزانه 
ایروسل ماهواره ای و هواشناسی در سطح شهر تهران مورد 
بررسی قرار گرفت. برای این منظور سه مدل یادگیری عمیق 
مولد، یعنی شبکه باور عمیق بولتزمن، شبکه خود رمزنگار 
عمیق، شبکه مولد تخاصمی شرطی پیاده سازی شد. به منظور 
مقایسه، عملکرد شبکه ها به روی داده های تست مورد مقایسه 
و ارزیابی قرار گرفت. نتایج نشان داد که شبکه خود رمزنگار 
آلودگی هوا  بولتزمن در مسائل رگرسیون تخمین  عمیق و 
از داده های ایروسل که دارای دامنه تغییرات بزرگی هستند 
نسبت به شبکه های مولد تخاصمی عملکرد بهتری دارند. با 
این حال شبکه مولد تخاصمی نسبت به مدل های کلاسیک 
غلظت  تخمین  در  را  بالاتری  دقت  خطی  رگرسیون  نظیر 

PM2.5  به دست می دهد. 
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