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 شدهاي شبکه عصبی عمیق و ماشین بردار پشتیبان بهینه تحلیل مقایسه 

 قطعیتسازي عدمبراي برآورد مکانی پسلرزه با تأکید بر کالیبراسیون احتمال و کمّی  
 

 چکیده 
 شامل شبکه  شناسی آماري است. در این مطالعه، دو الگوریتم یادگیري ماشینهاي اساسی در زلزله ها یکی از چالشبرآورد دقیق مکانی پسلرزه 

کیلومتري   5هاي شبکه  بندي دودویی سلول براي طبقه (SVM-RBF)   و ماشین بردار پشتیبان با هسته تابع پایه شعاعی (DeepMLP) عمیق  عصبی

لرزه بود که با تقسیم رخداد زمین  199نمونه از    202٬644به دو کلاس «داراي پسلرزه» و «بدون پسلرزه» مقایسه شدند. مجموعه داده شامل  

دهی با پنج اصلاح کلیدي بهبود یافت: وزن SVM .رخداد آزمون) از نشتی داده جلوگیري شد  57رخداد آموزش،    142در سطح رخداد (

، کالیبراسیون احتمال، و کاهش زیرنمونه به  )0001/0،  1(  به بازه γ ، گسترش فضاي جستجويAUC  با F1 ها، جایگزینی معیارمتعادل کلاس 

10٬000. SVM  بندي بهتري نشان دادتنها توانایی رتبه بهبودیافته نه   )DeLong ΔAUC = +0.0011  ،p = 0.0011  (  بلکه کالیبراسیون

هاي دودویی دو مدل در با این حال، تصمیم ).  بدون همپوشانی    95%، بازه اطمینان  0.172در برابر    Brier: 0.166(  احتمال آن نیز بهتر بود

  دو   هر  براي  )~11/0(  سیگنال متوسطی AUSE قطعیت باارزیابی عدم.  (McNemar p = 0.57)  آستانه بهینه تفاوت معناداري نداشتند

هاي یادگیري حاکی از اشباع  رساند. منحنی   +)%10(  0/ 87  به  77/0  قطعیت بالا، دقت را ازهاي با عدمنمونه   50%  کردن  فیلتر  اما  داد،  نشان  مدل

از نظر کارایی،  10٬000تا    5٬000هر دو مدل در حدود     SVMنمونه بود؛ یعنی عامل محدودکننده، نمایش ویژگی است نه حجم داده. 

برابر   56در استنتاج  DeepMLP ثانیه)، در حالی که 376در برابر  19بیند (آموزش می DeepMLP تر ازبرابر سریع  20بهبودیافته حدود 

هاي عملیاتی (سرعت در برابر دقت مثبت) کمک ها به مدیران بحران در انتخاب مدل مناسب بر اساس اولویت کند. این یافته تر عمل می سریع 

 . کندمی

کلیدي واژه  ماشینلرزه،  پسبرآورد  :  هاي  احتمال،    ،یادگیري  کالیبراسیون  عمیق،  عصبی  شبکه  پشتیبان،  بردار  ماشین 

 . DeLong ،AUSE قطعیت، آزمونعدمسازي کمی
 
 مقدمه  -1

  ها همچنان دشوار است بینی توزیع مکانی آنهاي ناشی از تغییرات تنش هستند، اما پیشلرزهترین نشانه زمینها رایجپسلرزه
(Bath, 1965)   .اي بعدي را تشدید یا مهار کند. تواند فعالیت لرزهلرزه بزرگ، توزیع مجدد تنش ایستا میپس از یک زمین

اوموري قانون  مانند  تجربی  گوتنبرگ (Utsu, 1961) قوانین  رابطه  توصیف  -و  را  بزرگی  توزیع  و  زمانی  فروپاشی  ریشتر، 
عنوان معیار فیزیکی  به (ΔCFS) برانگیزتر است. معیار تغییر تنش شکست کولمبکنند، اما تبیین الگوهاي مکانی چالشمی

است بوده  مطرح  آزمون(King et al., 1994)  غالب  حال،  این  با  مستقل؛  کرده  83/0  را حدود AUC هاي  که گزارش  اند 
 . (Zhao et al., 2022) هاي گیرنده استدهنده قدرت برآورد محدود آن در صورت عدم اطلاع از مشخصات گسلنشان

اي مانند  ، این معیار به دلیل حساسیت شدید به پارامترهاي ناشناخته(ΔCFS)  با وجود کاربرد گسترده معیار تغییر تنش کولمب
عدمجهت با  منفذي،  فشار  و  اصطکاك  ضریب  گیرنده،  گسل  صفحه  استقطعیتگیري  همراه  فراوانی   & Harris)  هاي 

Simpson, 1992; Hainzl et al., 2009)  .برده براي نمونه، در زمینشواهد تجربی متعدد کارایی آن را زیر سؤال  لرزه  اند؛ 
و   (Hardebeck et al., 1998) بینی کندها را بهتر از توزیع تصادفی پیشلرزهنتوانست الگوي پس  ΔCFS)  1994(  نورثریج

بینی  خیزي در مناطقی رخ داد که کاهش تنش کولمب پیش، افزایش لرزه)1995و کوبه ()  1992هاي لندرز (لرزهپس از زمین
و فقدان شواهد  (Felzer & Brodsky, 2006) براین، تأثیر چکانش تنش پویاعلاوه.  (Mallman & Zoback, 2007)  شده بود
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 سازي لغزش، همراه با ناایستایی وارون(Harris & Simpson, 2002; Felzer & Brodsky, 2005) هاي تنشقاطع براي سایه

(Hainzl et al., 2009)هاي ثانویه، تأثیر تنش (Helmstetter et al., 2005) هاي گیرنده، اعتبار و ناشناخته ماندن مکانیزم گسل
نیز نشان دادند هیچ معیار تنش  )  2017و همکاران ( Meade .هاي مبتنی بر تنش ایستا را با تردید جدي روبرو کرده استمدل 

محور و غیرخطی مانند یادگیري  کارگیري رویکردهاي دادهها ضرورت بهاسکالر واحدي برتري قطعی ندارد. این محدودیت
 ) AUC  مانند(  پذیري، صرفاً معیارهاي تفکیکسازد. از سوي دیگر، در کاربردهاي عملیاتی هشدار سریعماشین را آشکار می

هایی که در ادبیات موجود کمتر مورد  قطعیت نیز نقش کلیدي دارند؛ جنبهسازي عدمکافی نیست و کالیبراسیون احتمال و کمّی
 . اندتوجه قرار گرفته

) 2018و همکاران (  DeVries.  اي مبتنی بر داده گشوده است اي را براي ارزیابی خطر لرزههاي تازهظهور یادگیري ماشین، افق
 ΔCFS توجهی از معیار کلاسیکطور قابلدست یافتند که به  849/0  برابر AUC به DeepMLP لایهبا معرفی معماري شش

سیاه را به هایی مانند تنظیم گسترده فراپارامترها، زمان آموزش طولانی و ماهیت جعبهبهتر بود، هرچند این معماري چالش
)  Broccardo )2020 و Mignan :هاي بعدي نشان دادند که پیچیدگی مدل لزوماً کلید موفقیت نیستهمراه دارد. پژوهش

می پارامتر  دو  تنها  با  لجستیک ساده  دادند یک رگرسیون  قابلنشان  به عملکردي  با شبکه  تواند   پارامتري   13٬451رقابت 

DeVries دست یابد؛ Liu ) با مدل ترکیبی)  2024و همکاران  XGBoost  ،LightGBM و CatBoost دست   %44/93  به دقت
تواند  هاي مناسب مینشان دادند انتخاب ویژگی)  2022و همکاران ( Zhao دادند؛  تفسیرپذیري را نشان SHAP یافتند و با

 و  به دقت رقابتی دست یافتند؛ SVM با)  2019و همکاران ( Karimzadeh تراز کند؛هاي عصبی همهاي ساده را با شبکهمدل 
Zhou ) بینی کردند. این  هاي یادگیري ماشین پیشپسلرزه را با الگوریتم-هاي اصلیپتانسیل آسیب در توالی)  2024و همکاران

 .هاي عمیق را مطرح کردها ضرورت بازنگري در برتري مطلق مدل یافته
تر اما قدرتمند انتخاب شد. این الگوریتم بر پایه عنوان یک مدل سادهبه RBF با هسته SVM از این رو، در پژوهش حاضر 

آماري یادگیري  ابرصفحه (Cortes & Vapnik, 1995; Vapnik, 1995) تئوري  یافتن  بیشینه میبا  را  به  اي که حاشیه  کند، 
سازي  امکان مدل  RBF هاي جدولی ساختاریافته نشان داده است. هستهپردازد و عملکرد قوي روي دادهبندي بهینه میدسته

سازي محدب همگرایی به کند، در حالی که بهینهبعد را فراهم مینهایتروابط غیرخطی پیچیده با نگاشت ضمنی به فضاي بی
و    𝑂𝑂(𝑛𝑛3)تا    𝑂𝑂(𝑛𝑛2)لیل پیچیدگی  مقیاس به ددر مسائل بزرگ SVM کند. با این حال، کاربردجواب سراسري را تضمین می

 . (پهناي هسته) محدود بوده است 𝛾𝛾سازي) و  (منظم 𝐶𝐶حساسیت به انتخاب فراپارامترهاي  
امتیازدهی مناسب را معرفی کردند،)  Raftery )2007 و   Gneitingدر زمینه کالیبراسیون، قاعده  و همکاران    Nixonمفاهیم 

 از آزمون  سازي سریعیپیاده)  2014( Xu و  Sun کننده است، وهاي نامتوازن گمراهاستاندارد در داده ECE نشان دادند)  2019(

DeLong براي مقایسهAUCکدام از مطالعات پیشین، تحلیل جامع کالیبراسیون هاي همبسته ارائه کردند. با این حال، در هیچ
 . دهدقطعیت ارائه نشده است؛ این شکاف، انگیزه اصلی پژوهش حاضر را شکل میسازي عدماحتمال و کمّی

مقایسه تحلیل  ارائه یک  با هدف  مطالعه  بیناین  اهداف  بهینه SVM-RBF و  DeepMLP  اي جامع  است.  انجام شده  شده 
مقایسه توانایی )  2(  با پنج اصلاح کلیدي و بررسی تأثیر هر یک بر عملکرد نهایی؛ SVM بهبود)  1(  اختصاصی عبارتند از

قاعده   ارزیابی کالیبراسیون احتمال با معیارهاي)  3(  همبسته طراحی شده است؛ AUC که براي دو DeLong بندي با آزمونرتبه
و   AUSE 1)سازيپراکنده(سطح زیر منحنی خطاي    قطعیت با معیارسازي عدمکمّی )  4(  ؛(Brier, NLL)  امتیازدهی مناسب

 
1 Area Under Sparsification Error 
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اشباع و شناسایی عامل محدودکننده؛)  5(  ؛ بینی گزینشیپیش  منحنی  نقطه  تعیین  براي  یادگیري  منحنی  مقایسه )  6(  تحلیل 
 .کارایی محاسباتی دو مدل در سناریوهاي عملیاتی

 

 مبانی نظري   -2

   شبکه عصبی عمیق  -1-2
نورون در هر    50شش لایه پنهان با    :است DeVries18 مورد استفاده در این مطالعه مطابق با پیکربندي   DeepMLPمعماري

ویژگی   12لایه ورودي    .پس از هر لایه پنهان  5/0  با نرخ Dropout هاي، و لایه (tanh)سازي تانژانت هذلولوي  لایه، توابع فعال 
سازي کند و لایه خروجی داراي یک نورون با فعال (شش مؤلفه تانسور تنش و مقادیر منفی قدرمطلق آنها) را دریافت می

 .الف) - 1(نگاره  شودلرزه تفسیر میشده وقوع پسبرآورد سیگموئید است که به عنوان احتمال 
و تابع هزینه آنتروپی متقاطع   )دهدکه نرخ یادگیري را براي هر پارامتر به طور جداگانه تطبیق می(  Adadelta سازمدل با بهینه

ها با نظارت بر دقت شود و بهترین وزنانجام می  1024دوره با اندازه دسته    200  درآموزش  .  شوددودویی آموزش داده می
 . شوندحفظ می  ModelCheckpointاعتبارسنجی از طریق فراخوانی 

هاي عصبی کند، شبکهکند و جواب سراسري بهینه را تضمین میسازي محدب را حل میکه یک مسئله بهینه SVM بر خلاف
هاي محلی همگرا شوند. با این حال، ظرفیت شوند و ممکن است به بهینهبا استفاده از روش گرادیان تصادفی آموزش داده می

بازنماییآن  یادگیري  براي  آنمراتبی ویژگیهاي سلسلهها  دادهها،  پیچیده در  الگوهاي  براي شناسایی  را  بالا ها  ابعاد  با  هاي 
 . سازدمناسب می

 

 ماشین بردار پشتیبان   -2-2

اي هستند که یک ابرصفحه جداکننده بهینه را در یک فضاي  شدههاي یادگیري نظارتمدل  (SVM) هاي بردار پشتیبانماشین
، که در آن  𝑖𝑖=1𝑛𝑛{(𝐱𝐱𝑖𝑖,𝑦𝑦𝑖𝑖)}هاي آموزشی  بندي دودویی با داده. براي یک مسئله طبقهب)-1(نگاره  سازندویژگی با ابعاد بالا می

𝐱𝐱𝑖𝑖 ∈ ℝ𝑑𝑑    و𝑦𝑦𝑖𝑖 ∈ {−1, بین دو کلاس را بیشینه کند.   (Margin) اي است که حاشیهبه دنبال یافتن ابرصفحه   SVMاست،  {1+
 :شودسازي زیر تبدیل میبندي اولیه، این مسئله به بهینهدر فرمول 

)1 ( min 
𝐰𝐰,𝑏𝑏,𝝃𝝃

1
2
∥ 𝐰𝐰 ∥2+ 𝐶𝐶�𝜉𝜉𝑖𝑖

𝑛𝑛

𝑖𝑖=1

 

 :با قیود
𝑦𝑦𝑖𝑖(𝐰𝐰 ⋅ 𝐱𝐱𝑖𝑖 + 𝑏𝑏) ≥ 1 − 𝜉𝜉𝑖𝑖, 𝜉𝜉𝑖𝑖 ≥ 0, 𝑖𝑖 = 1, … ,𝑛𝑛 

بندي حاشیه نرم  بندي در فرمول هستند که امکان خطاي طبقه 2متغیرهاي لغزش 𝜉𝜉𝑖𝑖و   مقدار بایاس  𝑏𝑏بردار وزن،  𝐰𝐰که در آن  
𝐶𝐶کنند و  را فراهم می > سازي خطاي آموزش را کنترل  سازي حاشیه و کمینهسازي است که مبادله بین بیشینهپارامتر منظم  0

 . کندمی
 : شود، به صورت زیر استکه معمولاً در عمل حل می  3بندي دوگانفرمول 

)2 ( max 
𝛼𝛼

�𝛼𝛼𝑖𝑖

𝑛𝑛

𝑖𝑖=1

−
1
2�

� 𝛼𝛼𝑖𝑖
𝑛𝑛

𝑗𝑗=1

𝑛𝑛

𝑖𝑖=1

𝛼𝛼𝑗𝑗𝑦𝑦𝑖𝑖𝑦𝑦𝑗𝑗𝐾𝐾(𝑥𝑥𝑖𝑖 , 𝑥𝑥𝑗𝑗) 

 
2 Slack Variables 
3 Dual Formulation 
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 :با قیود

0 ≤ 𝛼𝛼𝑖𝑖 ≤ 𝐶𝐶,�𝛼𝛼𝑖𝑖

𝑛𝑛

𝑖𝑖=1

𝑦𝑦𝑖𝑖 = 0 

,𝐾𝐾(𝐱𝐱𝑖𝑖یب لاگرانژ هستند و  اضر  𝛼𝛼𝑖𝑖که در آن   𝐱𝐱𝑗𝑗)  ضرب داخلی را در فضاي ویژگی بدون انجام  تابع هسته است که حاصل
 .کندصریح تبدیل محاسبه می

 
 کالیبراسیون احتمال  -3-2

دهنده احتمال تعلق نمونه به است که مستقیماً نشان 4یک مقدار کالیبره نشده (SVM) خروجی استاندارد ماشین بردار پشتیبان
کند، اما درجه بینی میاستاندارد یک برچسب کلاس را پیش SVM به عبارت دیگر، یک.  (Platt, 1999)  یک کلاس نیست

استفاده شده   5دهد. براي رفع این مشکل، از روش کالیبراسیون پلاتاطمینان خود را به صورت یک احتمال معتبر ارائه نمی
در .  کندشده تبدیل میها را به احتمالات کالیبرههاي مدل، آنیک تابع لجستیک بر روي خروجیبرازش    است. این روش با

شوند  هاي آموزشی تخمین زده میبر روي داده 6نماییسازي درستبا استفاده از روش بیشینه  𝐵𝐵و    𝐴𝐴این روش، دو پارامتر  
 : این تبدیل به صورت زیر است  رابطه. تا بهترین نگاشت را از خروجی خام مدل به یک احتمال معتبر فراهم آورند

)3( 𝑃𝑃(𝑦𝑦 = 1 ∣ 𝑥𝑥) =
1

1 + exp (𝐴𝐴 ⋅ 𝑓𝑓(𝑥𝑥) + 𝐵𝐵)
 

کند، بلکه  این روش نه تنها امکان تفسیر خروجی مدل به عنوان احتمال را فراهم می.  خروجی خام مدل است  𝑓𝑓(𝑥𝑥)که در آن  
 سازي این پژوهش، از این روش براي تولید احتمالات خروجیدر پیاده .  را نیز دارد SVM مدل  7مزیت حفظ خلوت بودن

SVM استفاده شده است  . 
 

 

 

 (ب) (الف) 

 
4 uncalibrated value 
5 Platt Scaling 
6 maximum likelihood 
7 sparseness 
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ب) ماشین بردار پشتیبان با  . (1-50-50-50-50-50-50-12با پیکربندي   DeepMLP (الف) شبکه عصبی عمیق  :هامعماري مدل   :1  نگاره

 .  RBFهسته

 
 RBF  هسته -4-2

ها براي مسائل غیرخطی یکی از پرکاربردترین هستهکه به هسته گاوسی نیز معروف است،   (RBF) هسته تابع پایه شعاعی 
 ): Burges, 1998( شودبه صورت زیر تعریف میشده و محسوب 

)4( 𝐾𝐾(𝐱𝐱𝑖𝑖, 𝐱𝐱𝑗𝑗) = exp �−𝛾𝛾�𝐱𝐱𝑖𝑖 − 𝐱𝐱𝑗𝑗�
2� 

𝛾𝛾که در آن   > 𝐱𝐱𝑖𝑖�  کننده پهناي تابع گاوسی است وپارامتر کنترل   0 − 𝐱𝐱𝑗𝑗�
هسته  .  مجذور فاصله اقلیدسی بین دو نمونه است  2

RBF  یک هسته Mercer است، به این معنا که شرط Mercer ضرب داخلی در یک فضاي  کند و با یک حاصلرا برآورده می
بازتولید با هسته  داده (RKHS) شوندههیلبرت  به طور ضمنی  این هسته  دارد.  ابعاد  مطابقت  با  به یک فضاي ویژگی  را  ها 

 : کندنهایت نگاشت میبی

)5( 𝐾𝐾(𝐱𝐱𝑖𝑖, 𝐱𝐱𝑗𝑗) = 𝑒𝑒−𝛾𝛾∥𝐱𝐱𝑖𝑖−𝐱𝐱𝑗𝑗∥2 = �
(−2𝛾𝛾)𝑘𝑘

𝑘𝑘!

∞

𝑘𝑘=0

(𝐱𝐱𝑖𝑖 ⋅ 𝐱𝐱𝑗𝑗)𝑘𝑘 

 𝛾𝛾پارامتر  . دهدسازي مرزهاي تصمیم پیچیده و غیرخطی میاي براي مدل العادهپذیري فوقانعطاف RBF این ویژگی به هسته
مقدار کوچکی داشته باشد، شعاع تأثیر هسته وسیع خواهد بود و هر نمونه    𝛾𝛾کند. اگر  محلی بودن تابع هسته را کنترل می

شود  تر میتر و سراسريگذارد. این ویژگی منجر به مرزهاي تصمیم نرمتري از فضاي ویژگی اثر میآموزشی بر ناحیه بزرگ
کند  بزرگ شعاع تأثیر را باریک می  𝛾𝛾پذیري مدل را بهبود بخشد. در مقابل،  جلوگیري کند و تعمیم  8برازشتواند از بیشکه می

گذارد؛ چنین حالتی امکان تشکیل مرزهاي تصمیم پیچیده و محلی را فراهم و هر نمونه فقط بر همسایگی فوري خود تأثیر می
 .  دهدهاي آموزشی را افزایش میبرازش به دادهآورد، اما خطر بیشمی

جریمه   𝐶𝐶کند. مقدار بزرگ  سازي خطاي آموزش را تعیین میسازي حاشیه و کمینهنیز مبادله میان بیشینه  𝐶𝐶سازي  پارامتر منظم
دهد که ممکن است به اي باریک سوق میگیرد و مدل را به سمت ایجاد حاشیهبندي در نظر میسنگینی براي خطاهاي طبقه

کند  گیرتر میمدل را نسبت به خطاهاي آموزشی آسان  𝐶𝐶برازش کند. در مقابل، مقدار کوچک  ها حساس شده و بیشنویز داده
 . انجامدبرازش میپذیري بهتر و کاهش خطر بیشکند که معمولاً به تعمیمتر ایجاد میاي پهنو با پذیرش خطاهاي بیشتر، حاشیه

 
 ترفند هسته و پیچیدگی محاسباتی  -2-5

دهد در فضاهاي ویژگی با ابعاد بالا بدون محاسبه صریح تبدیل ویژگی عمل کنند. این کار  ها امکان میSVM  ترفند هسته به
𝐱𝐱𝑖𝑖ضرب داخلی استاندارد  با جایگزینی حاصل ⋅ 𝐱𝐱𝑗𝑗    با تابع هسته𝐾𝐾(𝐱𝐱𝑖𝑖, 𝐱𝐱𝑗𝑗)  تواند به طور کارآمد در فضاي  شود که میانجام می

 .  ورودي اصلی محاسبه شود

هاي آموزشی  با تعداد نمونه (𝑂𝑂(𝑛𝑛3)) تا مکعبی (𝑂𝑂(𝑛𝑛2)) به صورت درجه دوم SVM با این حال، پیچیدگی محاسباتی آموزش
𝑛𝑛سازي ماتریس هسته کامل  سازي نیاز به محاسبه و ذخیرهیابد، زیرا مسئله بهینهافزایش می × 𝑛𝑛  هاي  دارد. براي مجموعه داده

  از   ما  چالش،  این  با  مقابله  براي.  شودمی  قبول غیرقابل  پیچیدگی  این  –نمونه آموزشی در این مطالعه    147,863  مانند  –بزرگ  

 
8 overfitting 



 

6 
 

دهیم که زمان  نمونه آموزش می 20,000را روي یک زیرمجموعه تصادفی   SVM کنیم وگیري استفاده میزیرنمونه  راهبرد
 . کنددهد و در عین حال عملکرد رقابتی را حفظ میآموزش را به شدت کاهش می

 شناسیروش  -3
 پردازش داده و پیش -1-3

  199است و شامل   SRCMOD برگرفته از پایگاه داده)  2018و همکاران ( DeVries هاي این مطالعه از همان مجموعهداده
 50و  مسطحاتی کیلومتر   100کیلومتر تا   5× 5× 5اي با ابعاد  شود. براي هر رخداد، شبکهلرزه اصلی در مقیاس جهانی میزمین

شده  ، نرمال منفی قدر مطلق آنهاشش مؤلفه تنش و  قدر مطلق  ویژگی ورودي (  12کیلومتر عمودي گسترده شده و هر سلول با  
نمونه  644٬202) و یک برچسب دودویی (حضور یا عدم حضور پسلرزه) مشخص شده است. مجموعه نهایی شامل 10-6 با

 . در آزمون است %3/40 در آموزش و %7/52 با نرخ مثبت
  جلوگیري   داده  نشتی  از  تا،  رخداد براي آزمون  57رخداد براي آموزش و    142یعنی    بندي در سطح رخداد انجام شدتقسیم
از رخدادهاي آموزشی   %10  همچنین.  یابندنمی  حضور   مجموعه  دو  در  زمانهم  هرگز  رخداد  یک   هاي سلول   که   چرا   شود،

 .ارائه شده است  1عنوان مجموعه اعتبارسنجی جدا شد. مشخصات مجموعه داده در جدول به
 

 بندي در سطح رخداد مشخصات مجموعه داده و تقسیم . 1جدول 

 مقدار  ویژگی

 142 تعداد رخدادهاي آموزش 

 57 آزمون تعداد رخدادهاي 

 153٬347 هاي آموزش نمونه 

 10٬946 هاي اعتبارسنجی نمونه 

 38٬351 آزمون هاي نمونه 

 527/0 نرخ مثبت آموزش 

 403/0 آزمون نرخ مثبت 

 12 هاتعداد ویژگی 

 
 ماشین بردار پشتیبان بهبودیافته  -2-3

شود: هاي پسلرزه به دلیل پنج ضعف ساختاري دچار فروپاشی عملکردي میماشین بردار پشتیبان استاندارد در مواجهه با داده
 (F1) سازي نامناسبمعیار بهینه)  2گردد؛ (ها که باعث سوگیري مدل به سمت کلاس اکثریت میعدم تعادل شدید کلاس)  1(

محدودیت مصنوعی )  3شود؛ (هاي ناپایدار منجر میکه به آستانه تصمیم وابسته است و در جستجوي فراپارامترها به انتخاب
عدم کالیبراسیون احتمال که خروجی ) 4شود؛ ( که مانع دستیابی به مرزهاي تصمیم مناسب می  γ در فضاي جستجوي پارامتر
حجم )  5سازد؛ و (گیري مبتنی بر احتمال محدود میکند و کاربرد آن را در تصمیمنشده تبدیل میمدل را به یک مقدار کالیبره

  SVMدهد. بر این اساس،ابر افزایش میبیش از حد زیرنمونه که بدون بهبود معنادار در عملکرد، هزینه محاسباتی را چند بر 

تغییر  )  2ها؛ (براي تعادل کلاس   'class_weight='balancedاستفاده از)  1در این مطالعه با پنج اصلاح کلیدي بهبود یافت: (
 ، 1[  به بازه  γگسترش فضاي جستجوي پارامتر) 3که مستقل از آستانه است؛ (   'scoring='roc_aucبه F1 سازي ازمعیار بهینه
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0001 /0[  ) با  )  4؛  احتمال  (CalibratedClassifierCV (method='isotonic', cv=5, ensemble=True)کالیبراسیون  ) 5؛ و 
 . 20٬000جاي نمونه به 10٬000کاهش حجم زیرنمونه به 

  استانداردسازي  مرحله اول .  دهی شدمرحله کلیدي سازمان  چهاردر   SVM سازيبهینه  روندپس از اعمال این اصلاحات،  
∥ها حیاتی است، چرا که این هسته فاصله اقلیدسی  بندي ویژگی، مقیاسRBF  با هسته SVM برايهاست.  داده 𝑥𝑥𝑖𝑖 − 𝑥𝑥𝑗𝑗 ∥2 

می ویژگیرا محاسبه  و  بزرگکند  مقیاس  با  میهایی  غالب  فاصله  این  بر  یکسان همه  تر  از مشارکت  اطمینان  براي  شوند. 
 :ها به توزیعی با میانگین صفر و واریانس یک استفاده شدبراي تبدیل داده   StandardScalerها، ازویژگی

)6( x′ =
x − 𝜇𝜇
𝜎𝜎

 

هاي آموزش برازش داده شد و سپس روي  انحراف معیار هر ویژگی است. اسکیلر تنها روي داده  𝜎𝜎میانگین و    𝜇𝜇که در آن  
 .هاي اعتبارسنجی و آزمون اعمال گردید تا از نشتی داده جلوگیري شودمجموعه

−𝑂𝑂(𝑛𝑛3)  با توجه به پیچیدگی محاسباتی است.    محاسباتی   کارایی  براي   گیريزیرنمونه  مرحله دوم 𝑂𝑂(𝑛𝑛2) در آموزش  SVM  ،
نمونه) آموزش داده شد. این   153٬347نمونه از مجموعه آموزش (از مجموع    10٬000مدل روي یک زیرمجموعه تصادفی  

برابري)، بلکه عملکرد رقابتی را    20جویی  ثانیه کاهش داد (صرفه  19ثانیه به    376انتخاب نه تنها زمان آموزش را از حدود  
 گیرد و نه کل مجموعه داده. عمدتاً تحت تأثیر بردارهاي پشتیبان قرار می SVM نیز حفظ کرد، زیرا

حساس است. در این    𝛾𝛾و    𝐶𝐶به شدت به انتخاب پارامترهاي   SVM-RBF عملکردست.  فراپارامترها  سازي بهینه  مرحله سوم 
راهبرد مکمل استفاده شد از سه  براي جستجوي سیستماتیک این فراپارامترها،  اعتبارسنجی  جستجوي شبکه:  مطالعه،  با  اي 

مبتنی بر اجرا   100سازي بیزي با  تکرار، و بهینه  100شده در سطح رخداد، جستجوي تصادفی با  بنديتایی گروهمتقابل سه
 :صورت زیر تعریف شدفضاي جستجو براي هر سه روش به.  TPEالگوریتم

𝐶𝐶 ∈ [0.1,  ) در مقیاس لگاریتمی( [103
𝛾𝛾 ∈ [10−4,  ) در مقیاس لگاریتمی( [100

class_weight ∈ {None,’balanced’} 
کند و به عدم توازن  ها تنظیم میها را به نسبت عکس فراوانی کلاسطور خودکار وزنبه   'class_weight='balancedگزینه

بر اعتبارسنجی متقابل انتخاب   ROC ها، سطح زیر منحنیپردازد. معیار امتیازدهی در همه روشهاي پسلرزه میذاتی در داده
 اعتماد و مستقل از آستانه تصمیم باشند. شد تا نتایج از نظر آماري قابل

تایی   10٬000بر روي کل زیرنمونه     SVMپس از یافتن پارامترهاي بهینه،است.    احتمال  کالیبراسیوندر نهایت، مرحله چهارم  
آموزش داده شد تا خروجی خام مدل (فاصله   CalibratedClassifierCV (method='isotonic', cv=5, ensemble=True)با

را براي کاربردهایی که   SVM تبدیل شود. این مرحله، خروجی صفر و یک   هاي کالیبره در بازهنمونه تا ابرصفحه) به احتمال 
 سازد.  قابل استفاده می) UQ  و تحلیلBrier امتیاز  گیري وزنی، محاسبهمانند تصمیم(  هاي معتبر نیاز دارندبه احتمال 

 
 سازي آستانه بهینه -3-3

لزوماً بهینه نیست، به ویژه زمانی که هزینه خطاهاي مثبت کاذب و منفی کاذب نابرابر است.   0/ 5  فرض آستانه تصمیم پیش
بیشینه می  F1امتیاز  اي که  بازیابی روي مجموعه اعتبارسنجی ساخته شد و آستانه-هاي دقتبراي هر مدل، منحنی کند، را 

 : انتخاب گردید

)7 ( 𝐹𝐹1 = 2 ⋅
Precision ⋅ Recall
Precision + Recall
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هاي دودویی نهایی به بنديبینی شده مجموعه آزمون اعمال شد تا دسته سپس این آستانه بهینه روي احتمالات پیش 
 . دست آیند

 
 معیارهاي ارزیابی   -3-4

بندي شدند. گروه نخست به توانایی  ها، معیارهاي سنجش در پنج گروه اصلی دستهجانبه عملکرد مدل  به منظور ارزیابی همه
براي مقایسه   DeLong و آزمون   (AP) ، میانگین دقتROC (AUC)  تفکیک مدل اختصاص دارد و شامل سطح زیر منحنی

 Brier  ، 9NLL  امتیاز    سنجد و از معیارهايگروه دوم کالیبراسیون احتمال را می.  (Sun & Xu, 2014) همبسته است  AUCدو
  ، 12دقت مثبت  ،11دقت کلی : گیرد که عبارتند ازبندي را در بر میتشکیل شده است. گروه سوم معیارهاي طبقه 10RMSCE و

 AUSE شامل  پردازد ومی (UQ) قطعیت   عدم  سازيگروه چهارم به کمّی.   McNemarو آزمون  F1امتیاز    ،14ویژگی  ،13بازیابی

گیري در نهایت، گروه پنجم کارایی محاسباتی مدل را از طریق اندازه  .شودقطعیت و خطاي پیشبینی می  و همبستگی میان عدم
 .کندزمان آموزش و زمان پیشبینی ارزیابی می

 
 قطعیتسازي عدمکمّی  -3-5

قطعیت استفاده شد. در مورد سازي عدمهاي هر مدل، از دو راهبرد متفاوت براي کمّیبینیبراي ارزیابی قابلیت اطمینان پیش
بهره گرفته شد. در این روش،  MC Dropout در معماري، از روش Dropout هاي شبکه عصبی عمیق، به دلیل حضور لایه

شود و میانگین و انجام می )training=Trueیعنی  ( Dropout هايداشتن لایهها از شبکه با فعال نگهروي نمونهبار پیش  100
شود. انحراف معیار قطعیت هر نمونه در نظر گرفته میعنوان احتمال مرکزي و شاخص عدمبینی بهپیش  100انحراف معیار این  

ندارد؛ بنابراین   UQ چنین مکانیزم ذاتی براي   SVMقطعیت بالاتر مدل در آن نمونه است. در مقابل،دهنده عدمتر نشانبزرگ
برداري تصادفی با جایگذاري از مجموعه آموزش  بار نمونه  10استرپ استفاده شد. بدین ترتیب که  براي این مدل از روش بوت

هاي بینیروي زیرنمونه جدید آموزش دید. سپس پیش SVM شده انجام شد و در هر بار، یک نسخه کالیبره)  ٪70(با نسبت  
قطعیت هر نمونه گزارش  عنوان احتمال و عدمها بهمدل روي مجموعه آزمون محاسبه و میانگین و انحراف معیار آن  10این  

 سازي پراکنده  استفاده شد که بر پایه مقایسه منحنیAUSE   معیار  قطعیت، ازهاي عدمشد. براي سنجش کیفیت این سیگنال 
قطعیت شود. در این معیار، هرچه عدمتعریف می)  کندطور کامل حذف میآلی که خطاها را بهمنحنی ایده( آرمانی    مدل با منحنی

تر  کوچک AUSE کمتر و در نتیجهآرمانی    مدل با خطاي واقعی آن همبستگی بیشتري داشته باشد، فاصله منحنی مدل از منحنی
 .قطعیت استسازي عدمدهنده کیفیت بالاتر کمّینشان AUSE خواهد بود؛ بنابراین مقادیر کمتر

 
 افزارها و ابزارها نرم -3-6

 
9 Nega�ve Log-Likelihood 
10 Root Mean Square Calibra�on Error 
11 accuracy 
12 precision 
13 recall 
14 specificity 
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 هايسازيانجام شد. شبیه SHAP ، وscikit-learn  ،TensorFlow  ،Optuna  هايو کتابخانه Python 3.10 ها با زبان تحلیل

MC Dropout با 15استرپبوت  وNumPy  سازي شدندپیاده . 
 
 نتایج  -4

 سازي فراپارامترها بهینه -1-4

 بیزي روي   سازيبهینه  و  تصادفی  اي،شبکه  شامل، سه راهبرد جستجو  RBF  با هسته SVM براي تعیین مقادیر بهینه پارامترهاي
معیار   SVM آموزشی   زیرمجموعه روش،  هر سه  در  شد.  منحنی "اجرا  زیر  سه  "ROC  سطح  متقابل  اعتبارسنجی  تایی بر 

 .دهدخلاصه نتایج را نشان می  2شده در سطح رخداد انتخاب شد تا نتایج مستقل از آستانه تصمیم باشند. جدول  بنديگروه
 . با سه روش جستجو SVM سازي فراپارامترهاينتایج بهینه . 2جدول 

 C γ class_weight (s) زمان Best CV AUC روش

Grid Search 7722/0 152 0/1 01/0 balanced 

Random Search 7723/0 357 81/1 0108/0 balanced 

Bayesian (TPE) 7724/0 1045 31/3 0081/0 balanced 

هاي چشمگیر در زمان اجرا و مقادیر پارامترهاي بهینه، الگوهاي متمایزي  بسیار نزدیک داشتند، اما تفاوت AUC هر سه راهبرد
همگرا شد. در )  γ=0.01  و  C=1(   ترین اجرا را داشت اما به پارامترهاي مرزياي سریعسازد. جستجوي شبکهرا آشکار می
بهینه (حدود  مقابل،  بالا  هزینه محاسباتی  با وجود  بیزي  بهترین  7سازي  نهایی  AUC برابر)،  بهینه  پارامترهاي  و  داشت   را 

)C=3.31  و  γ=0.0081  (دهد کهرا در فضاي پیوسته و دور از مرزها شناسایی کرد. این مقادیر نشان می SVM  بهبودیافته از
شود. بنابراین، کند که به کالیبراسیون بهتر و پایداري بیشتر منجر میسازي متعادل استفاده میتر با منظمیک تابع تصمیم نرم

 . سازي بیزي تعیین شدنددر این مطالعه بر پایه نتایج بهینه SVM پارامترهاي نهایی
 

 مقایسه عملکرد نهایی  -2-4
روي مجموعه اعتبارسنجی، ارزیابی نهایی روي   F1 سازيپس از آموزش هر دو مدل و تنظیم آستانه تصمیم بر پایه بیشینه

 .دهدخلاصه جامع این مقایسه را ارائه می 3رخداد کاملاً مستقل) انجام شد. جدول  57نمونه آزمون (از  38٬351
 

 . نمونه) 38٬351روي مجموعه آزمون ( بهبودیافته SVM و DeepMLP معیارهاي نهایی. 3جدول 

 معناداري  برنده  بهبودیافته  DeepMLP SVM معیار 

AUC 8432/0 8443/0 SVM 001/0 DeLong p= 

AP 7741/0 7780/0 SVM - 

Accuracy 7716/0 7719/0 SVM  غیرمعنادار 

F1 7133/0 7163/0 SVM  غیرمعنادار 

Recall 7043/0 7137/0 SVM - 

Precision 7225/0 7189/0 DeepMLP  غیرمعنادار 

 
15 Bootstrap 
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Specificity 8170/0 81112/0 DeepMLP - 

Brier ↓ 1720/0 1659/0 SVM CI  جدا 

NLL ↓ 5253/0 5100/0 SVM  معنادار 

RMSCE ↓ 4415/0 4638/0 DeepMLP  نامناسب 

 ×376 19 SVM 20 (s) زمان آموزش

 ×1/2 118 DeepMLP 56 (s) زمان پیش بینی

  در برابر   8443/0  آن AUC :پذیريدر تفکیک SVM نخست، برتري معنادار .  شوداستخراج می  3سه یافته کلیدي از جدول  
دوم، برتري  .  شودنیز تکرار می AP معنادار تشخیص داده شد؛ این برتري در  %1  در سطح DeLong است که با آزمون   0/ 8432

بهتر    5253/0  در برابر = NLL 5100/0  و  0/ 1720  در برابر = Brier 1659/0  با SVM :در کالیبراسیون احتمال  SVM معنادار
سوم، کارایی .  دهنده برتري آماري قاطع استاي دارد که نشانکاملاً جداگانه  %95  بازه اطمینان Brier ویژهکند، و بهعمل می

با  DeepMLP است، در حالی که DeepMLP تر ازبرابر سریع  20ثانیه حدود    19با زمان آموزش     SVM:محاسباتی مکمل
کند. این تفکیک، انتخاب مدل را کاملاً وابسته به سناریوي عملیاتی عمل می SVM تر ازبرابر سریع  56ثانیه    1/2  بینیزمان پیش

 . سازدمی
 %95 ها بر اساس بازه اطمینانبرتري نسبی دارد، اما این اختلافویژگی    ودقت مثبت    در دو معیار   DeepMLPاز سوي دیگر،

یک  دهد،  را برنده نشان می DeepMLP تنها معیار کالیبراسیونی که RMSCE غیرمعنادار هستند. نکته حائز اهمیت آن است که
 NLL و Brier حساس است؛ بنابراین تناقض ظاهري آن بابازه    به آستانه درون ECE نیست و همانند  قاعده امتیازدهی مناسب

 ROC هايمنحنی  2نگاره  .  هاي نامتوازن استدر داده RMSCE ، بلکه ناشی از محدودیت ذاتی خودSVM  نه ناشی از ضعف

می نشان  را  مدل  ناحیه SVM دهد؛دو  در  برتري   FPR بهبودیافته  است،  حیاتی  سریع  هشدار  کاربردهاي  براي  که  پایین 
دارد ارائه می-هاي دقتمنحنی  3نگاره  .  محسوسی  را  اختلافبازیابی  دو مدل در سطح عددي کوچک   AP دهد؛ هرچند 

 ، عملکرد هاي هشدار عملیاتی اهمیت داردکه براي سیستم  0٫5  بالاي  بازیابی   در  ویژهبهدر کل محدوده بازیابی     SVMاست،
 دهد.می نشان بهتري

  
  یافته بابهبود  SVM. دو مدل ROC هايمنحنی :2 نگاره

844/0  AUC =در ناحیه FPR  کندپایین بهتر عمل می . 
  778/0 یافته بابهبود     SVM. بازیابی-هاي دقتمنحنی :3 نگاره

AP =بهتر از DeepMLP 774/0 با  AP =است . 

 

 هاي آماري آزمون -3-4
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  AUC  دو  براي مقایسه DeLong آزمون  :براي ارزیابی معناداري آماري تفاوت دو مدل، سه آزمون مکمل به کار گرفته شد 

قطعیت معیارها.  استرپ براي برآورد عدمهاي دودویی، و بازه اطمینان بوتبراي مقایسه تصمیم McNemar همبسته، آزمون
  و   دودویی،  تصمیم  پذیري،یعنی تفکیک  این انتخاب بر این منطق استوار است که این سه معیار، سه لایه متفاوت عملکرد

 شوند.   منجر متفاوتی نتایج  به است ممکن و سنجندمی را کالیبراسیون
و برخلاف  (Sun & Xu, 2014) همبسته طراحی شده است AUC طور اختصاصی براي مقایسه معناداري دوبه DeLong آزمون
کند. به همین دلیل، این آزمون قطعیت لحاظ می، کوواریانس میان دو مدل را در محاسبه عدماسترپ بوت  هاي مبتنی برروش

داده مشترك، از حساسیت آماري بالاتري برخوردار است. نتایج در جدول دیده روي یک مجموعهبراي مقایسه دو مدل آموزش
 . ارائه شده است 4

 . دو مدل AUC براي مقایسه DeLong نتایج آزمون. 4جدول 

 مقدار  پارامتر 

AUC(DeepMLP) 8432/0 

AUC(SVM) 8443/0 

ΔAUC 0011/0 + 

z-statistic 274/3 - 

p-value 0011/0 

 % 1 تفاوت معنادار در سطح نتیجه 

است، هرچند این تفاوت در سطح   DeepMLP تر از طور معنادار بزرگبه SVM مدل AUC دهد که منفی نشان می z مقدار
، این تفاوت کوچک از نظر  AUC  نمونه) و ساختار همبسته دو  38٬351عددي ناچیز است. با توجه به حجم نمونه بزرگ ( 

بندي بهتري دارد.  هاي ممکن، توانایی رتبهبهبودیافته در تمام آستانه SVM دهدو نشان می)  = p  0011/0(  آماري معنادار است 
پایین که براي کاربردهاي هشدار سریع حیاتی   FPR ویژه در ناحیه نیز سازگار است، به)  4(نگاره   ROC این یافته با منحنی 

 . است
هاي فقط تصمیم McNemar سنجد، آزمونها میبندي را در سراسر دامنه آستانهتوانایی رتبه DeLong در حالی که آزمون

 .ارائه شده است  5کند. نتایج در جدول دودویی نهایی در آستانه بهینه هر مدل را با یکدیگر مقایسه می
 . هاي دودویی براي تصمیم McNemar نتایج آزمون. 5جدول 

 مقدار  پارامتر 

 29٬330 هر دو درست 

 260 درست  DeepMLP فقط

 274 درست  SVM فقط

 8٬487 هر دو غلط

p-value 5737/0 

 تفاوت غیرمعنادار  نتیجه 

بینی کرده تفاوت معناداري با  تنها درست پیش DeepMLP بینی کرده و مواردي کهتنها درست پیش SVM تعداد مواردي که
دهد. به عبارت دیگر، در سطح تصمیم دودویی، دو مدل  را توضیح می = p 5737/0 یکدیگر ندارند؛ این تقارن تقریبی، مقدار
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تر  در تناقض است، اما در واقع تصویري دقیق DeLong کنند. این نتیجه در ظاهر با یافته آزمونطور آماري معادل عمل میبه
 .ها است، نه در مرز تصمیم نهاییبندي احتمال در رتبه SVM مزیت: دهداز ماهیت تفاوت دو مدل ارائه می

نتایج را براي معیارهاي  6جدول  . تکرار استفاده شد 500استرپ با هاي کوچک، از روش بوتبراي ارزیابی معناداري تفاوت
 . دهدکلیدي نشان می

 . براي معیارهاي کلیدي) تکرار 500، استرپ بوت ( ٪95بازه اطمینان . 6جدول 

 CI همپوشانی DeepMLP SVM معیار 

Accuracy ]7676/0، 7757/0 [ ]7677/0، 7761/0 [  کامل 

AUC ]8393/0، 8471/0 [ ]8402/0، 8481/0 [  کامل 

AP ]7679/0، 7806/0 [ ]7714/0، 7844/0 [  کامل 

Brier ]1704/0، 1735/0 [ ]1641/0، 1675/0 [ هیچ 

 
را آشکار می  6تحلیل جدول   متمایز  بازهAP  و  AUCدقت کلی،    سازد: در سه معیارالگویی  کاملاً  ،  اطمینان دو مدل  هاي 

، هاي اطمینان دو مدل هیچ همپوشانی ندارند، بازه Brierها از نظر آماري معنادار نیستند. اما در معیار  همپوشانی دارند و تفاوت
پذیري و تصمیم در کالیبراسیون احتمال. به بیان دیگر، اگرچه دو مدل در تفکیک SVM برتري  براي  آماري  شاهد  ترینقوي

هاي  کند، کیفیتی که در سیستمهاي معتبرتري تولید میطور معنادار احتمال بهبودیافته به   SVMکنند،دودویی معادل عمل می
 .گیري مبتنی بر ریسک نقشی حیاتی داردهشدار احتمالاتی و تصمیم

 

 تحلیل کالیبراسیون احتمال -4-4

احتمال    در   حیاتی   هايجنبه  از   یکی  رخداد،  واقعی  فراوانی  و  شدهبینیپیش  احتمال   بین  تطابق  میزان  یعنی  ،کالیبراسیون 
 معیار   سه  از  جنبه،  این  ارزیابی  براي .  است  گرفته  قرار  توجه  مورد  کمتر  پیشین  ادبیات  در  که  است  سریع  هشدار  کاربردهاي

ها تنها در نقطه کالیبراسیون هستند و کمینه آن که هر دو از خانواده قاعده امتیازدهی مناسب    NLLو Brier شد:   استفاده  مکمل
صورت  نمودار قابلیت اطمینان دو مدل را به  4است. نگاره    بنديبازه  که یک معیار مبتنی بر    RMSCEدهد، وکامل رخ می

 .کندمقایسه کمّی سه معیار را ارائه می 7دهد و جدول  بصري نشان می
 

 . مقایسه معیارهاي کالیبراسیون دو مدل. 7جدول 

 نوع معیار  تفاوت نسبی  بهبودیافته   DeepMLP SVM معیار 

Brier ↓ 1720/0 1659/0 5/3%-  قاعده امتیازدهی مناسب 

NLL ↓ 5253/0 5100/0 9/2%-  قاعده امتیازدهی مناسب 

RMSCE ↓ 4415/0 4638/0 5%+  نامناسب 

دهند و این برتري  بهبودیافته را نشان می SVM طور همسو برتريبه  NLL و   Brierشود،ملاحظه می  7طور که در جدول  همان
در .  اي ندارددر دو مدل هیچ همپوشانی Brier استرپ برايبوت  %95  از نظر آماري نیز معنادار است، چرا که بازه اطمینان

یک قاعده امتیازدهی   RMSCE :دهد؛ اما این تناقض ریشه در ماهیت این معیار داردتصویر معکوسی ارائه می   RMSCEمقابل،
هاي با نرخ پایه نامتوازن کند، در دادهاستفاده می  5/0  از آستانه ثابت بازه    مناسب نیست و چون در محاسبه دقت درون هر
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ناحق برتر را به  5/0  هاي دور ازهایی با احتمال و مدل   شودبرآورد میبیشطور سیستماتیک  در این مطالعه) به   40/0  (نرخ مثبت
 & Nixon et al., 2019; Gneiting)  شده است  طور مستند گزارشدهد. این محدودیت در ادبیات کالیبراسیون بهنشان می

Raftery, 2007)  .بنابراین در این مطالعه وزن اصلی بر Brier و NLL   صورت  این تناقض را به  5گذاشته شده است و نگاره
 .سازدبصري آشکار می

  
 . )Brier ،NLL ،RMSCE( مقایسه معیارهاي کالیبراسیون. 5نگاره  . دو مدل نمودار قابلیت اطمینان نمودار. 4 نگاره

برآورد بیش  324/0  تاBrier امتیاز    بهبودیافته، برخلاف نسخه اولیه خود که در آن SVM نتیجه عملی این تحلیل آن است که
نیز پیشی گرفته است. این یافته نشان   DeepMLP قبولی از کالیبراسیون دست یافته و حتی ازشده بود، اکنون به سطح قابل

، بیش از آنکه ناشی از ماهیت ذاتی الگوریتم SVM شده در مطالعات پیشین دربارههاي کالیبراسیون گزارشدهد که ضعفمی
 . شودسازي و عدم کالیبراسیون احتمال پس از آموزش مربوط میباشد، به انتخاب نادرست معیار بهینه

 
 قطعیتسازي عدمکمّی -5-4
هاي هشدار بینی پسلرزه است، زیرا در سامانهیکی از ارکان اساسی در کاربردهاي عملیاتی پیش (UQ) قطعیت سازي عدمکمّی

 DeepMLP قطعیتبینی اهمیت دارد. در این مطالعه، عدماندازه خود پیشبینی خود بهسریع، دانستن میزان اطمینان مدل به پیش

ها با دو معیار  قطعیتشده محاسبه شد. کیفیت این عدماسترپ کالیبرهبهبودیافته با بوت SVM و در MC Dropout با روش
 . دهدخلاصه این معیارها را نشان می 8جدول . قطعیت و خطاو همبستگی میان عدم   AUSE:ارزیابی شد

 . (UQ) قطعیتسازي عدممعیارهاي کمیّ . 8جدول 

 AUSE ↓ Mean Std Unc-Error مدل
Pearson 

Unc-Error 
Spearman 

Acc(low unc, 
50%) 

DeepMLP 1104/0 0500/0 203/0 238/0 8704/0 

SVM 1092/0 0183/0 135/0 235/0 8649/0 

ها  بینیقطعیت دو مدل است. میانگین انحراف معیار پیشکند، تفاوت بنیادین در ماهیت عدمجلب توجه می  8آنچه در جدول 
 AUSE است؛ اما هر دو مدل به UQ هاياست که ناشی از ماهیت متفاوت روش SVM برابر  7/2  حدود DeepMLP در

قطعیت، همان قدرت  سوم تنوع عدمبا یک  SVMیابند. این بدان معناست که  دست می)  %1  تقریباً یکسان (اختلاف کمتر از 
و    الف-6هاي  کند. نگارهاطلاعات بیشتري حمل می SVM یعنی هر واحد انحراف معیار در،  کندپذیري را حفظ میتفکیک

 .دهندصورت جداگانه نشان میقطعیت دو مدل را بهتوزیع عدم  ب-6
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 (ب) (الف) 

 SVM (Calibrated Bootstrap)، (ب) DeepMLP (MC Dropout)(الف)   قطعیتتوزیع عدم. 6 نگاره
ترتیب  به   SVMو  DeepMLPبراي  16پیرسون  قطعیت و خطاي واقعی است. همبستگیمعیار دوم، بررسی رابطه میان عدم

توانایی    ، یعنیاست  )235/0در برابر    238/0(در هر دو مدل تقریباً یکسان    17اسپیرمن  است، اما همبستگی  135/0  و  203/0
این رابطه را در قالب نمودار ب  - 7الف و  - 7  هاي نگاره.  ها بر اساس احتمال خطا در دو مدل مشابه استبندي نمونهرتبه

 .قطعیت بالاتري دارندطور سیستماتیک عدمهاي اشتباه بهکنند که نمونهدهند و تأیید میاي نشان میجعبه

  
 (ب) (الف) 

 .SVMو (ب)  DeepMLP(الف)  قطعیت و درستی برايمقایسه عدم. 7 نگاره
، بالا   قطعیتعدمبا  هاي  نمونه  %50  شود: با فیلتر کردننمایان می)  8بینی گزینشی (نگاره  در منحنی پیش UQ کاربرد عملی

 در برابر   0/ 8704واحد درصد). این بهبود در هر دو مدل تقریباً یکسان است ( +  10یابد (افزایش می  ~87/0  به  ~77/0  دقت از
 .کندارزي عملی دو مدل را تأیید میبار دیگر همکه یک) 0/ 8649

تحلیل دقیق پراکندهبراي  بهتر، منحنی  بین  )  ب-9الف و  - 9  هايطور جداگانه رسم شد (نگارهسازي هر مدل  که مساحت 
برخوردارند: " متوسط اما مفید "  قطعیتاست. در مجموع، هر دو مدل از سیگنال عدم AUSE همانآرمانی    منحنی مدل و منحنی

هاي کافی است تا با فیلتر کردن نمونه UQ آل دارد، اما همین سطح ازتوجهی از حالت ایدهفاصله قابل≈ AUSE 11/0  مقدار

 
16 Pearson 
17 Spearman 
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بهبود یابد. این یافته براي کاربردهاي عملیاتی اهمیت بالایی دارد، چرا که نشان   %10گیري  ، دقت تصمیمبالا   قطعیتعدمبا  
 .هاي هشدار سریع ارزش افزوده چشمگیري ایجاد کندتواند در سامانهمتوسط می UQ دهد حتیمی

 
 .رسدمی   ~87/0، دقت بهبالا قطعیت دمبا عهاي نمونه  %50  با فیلتر.  بینی گزینشیپیش  منحنی. 8 نگاره

  
 (ب) (الف) 

 . SVMو (ب)  DeepMLP) براي (الف) AUSE( سازيپراکنده  منحنی. 9 نگاره

 منحنی یادگیري  -6-4
مدل  عملکرد  محدودکننده  عامل  داده،  حجم  اینکه  بررسی  منحنیبراي  خیر،  یا  است  مدل ها  دو  هر  براي  یادگیري   هاي 

DeepMLP  و SVM  هاي متفاوت  هاي آموزشی با اندازهها روي زیرمجموعهطور جداگانه ترسیم شد. در این تحلیل، مدل به
و     DeepMLP نتایج  9هاي اعتبارسنجی و آزمون ارزیابی شد. جدول  ها روي مجموعهدوباره آموزش دیدند و عملکرد آن 

 . دهندرا نشان می SVM نتایج 10جدول 
 ). براي هر اندازهاپوك  DeepMLP )30 منحنی یادگیري. 9جدول 

 (s) زمان آموزش Val AUC Val Brier اندازه نمونه 

5٬000 8404/0 1747/0 6/5 

10٬000 8412/0 1760/0 8/6 

25٬000 8399/0 1715/0 1/11 

50٬000 8399/0 1722/0 5/20 

100٬000 8388/0 1722/0 5/35 

150٬000 8412/0 1707/0 4/53 

 ). هاي مختلفزیرنمونه ( SVM منحنی یادگیري. 10جدول 

 (s) زمان آموزش Val AUC Test AUC Test Brier اندازه نمونه 
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5٬000 8402/0 8420/0 1662/0 4/4 

10٬000 8415/0 8432/0 1663/0 0/19 

20٬000 8408/0 8412/0 1672/0 5/89 

30٬000 8393/0 8386/0 1679/0 2/207 

50٬000 8416/0 8403/0 1672/0 6/632 

 شوند. در موردنمونه اشباع می  10٬000تا    5٬000شود، هر دو مدل در حدود  ملاحظه می  10و    9طور که در جدول  همان

DeepMLP  بهبود در  %3/0  نمونه) کمتر از  150٬000به    5٬000برابري در حجم داده آموزشی (از    30، افزایش AUC  ایجاد
شود و نمونه حاصل می  10٬000نیز، بهترین عملکرد در   SVM شود. در موردبرابر می  10کند، در حالی که زمان آموزش  می

، دهدها افت جزئی نیز رخ میشود، بلکه در برخی اندازهتنها بهبودي مشاهده نمینمونه نه  50٬000پس از آن، با افزایش داده تا  
 .شودبرابر می 33 آموزش زمان که حالی در

هاي فعلی، حجم داده نیست بلکه نمایش ویژگی  عامل محدودکننده عملکرد مدل :  این یافته مشترك، یک نتیجه عملی مهم دارد
هاي  کنند و افزودن نمونهمؤلفه تانسور ممان، حداکثر اطلاعات قابل استخراج را براي این مسئله فراهم می  12یعنی  .  است

هاي جدید (مانند تنش  کند. براي عبور از این سقف، باید ویژگیجا نمیبیشتر از همان فضاي ویژگی، سقف عملکرد را جابه
با یافتهاي منطقههاي هندسی گسل، یا اطلاعات پوستهدینامیکی، ویژگی و  Zhao هاياي) به مدل معرفی شوند. این نتیجه 

پذیر  کاملاً توجیه   SVM نمونه براي  10٬000نه  خوانی دارد. از منظر کارایی محاسباتی نیز، انتخاب زیرنمو) هم2022همکاران (
 50٬000تر از آموزش روي  برابر سریع  15رسد و در نتیجه  ترین حجمی است که به عملکرد کامل میاست: این اندازه کوچک

 .گیري در معیارهاي عملکرداندازهنمونه است، بدون هیچ افت قابل
 

 ریختگیهاي درهم ماتریس -7-4
بهبودیافته روي    SVMو DeepMLP ریختگیهاي درهمبراي درك الگوي خطاهاي دو مدل در سطح هر کلاس، ماتریس

شد  محاسبه  آزمون  و  - 10  هاينگاره(  مجموعه  می).  ب10الف  نشان  متمایزي  و  مکمل  خطاي  الگوهاي  مدل  : دهنددو 
DeepMLP   کاري بیشتر در اعلام پسلرزه سمت محافظه، به)0/ 817(ویژگی    هاي بدون پسلرزهبا دقت بالاتر در تشخیص سلول

بالاتر در کشف سلول  SVM تمایل دارد، در حالی که  با حساسیت  ، موازنه )0/ 714بازیابی  (  هاي داراي پسلرزهبهبودیافته 
 براي 385/0( کند. این تفاوت، پیامد مستقیم آستانه تصمیم متفاوت دو مدل استمتفاوتی بین حساسیت و ویژگی برقرار می

DeepMLP براي 0/ 403 در برابر SVM(. 
هاي هشدار سریع که کاهش هشدارهاي  دهد: در سامانهاز منظر عملیاتی، این تفکیک نقش به دو سناریوي متفاوت پاسخ می

هاي اجتماعی و تري است، چرا که هر هشدار نادرست هزینهکمتر گزینه مناسب FP با  DeepMLPاولویت دارد، (FP) اشتباه
) FN  سازي کمینه(  هاي علمی که شناسایی حداکثري مناطق پرخطرکند. در مقابل، در تحلیلتوجهی ایجاد میاقتصادي قابل
دارد، داده می   SVMاهمیت  ترجیح  تفکیکبهبودیافته  با معیارهاي  تفکیک نقش، همراه  این  کالیبراسیون که شود.  و  پذیري 

ربران امکان انتخاب آگاهانه بر دهد و به کاهاي هر مدل ارائه میها و محدودیتتر بررسی شد، تصویري کامل از مزیتپیش
 .دهدهاي خاص خود را میاساس اولویت
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 (ب) (الف) 

 . بهبودیافته  SVMو (ب)  DeepMLPبراي (الف)  ریختگیماتریس درهم. 10 نگاره

 SHAP  تحلیل تفسیرپذیري با  -8-4
   KernelExplainerبا استفاده از  SHAP بهبودیافته، از تحلیل مقادیر SVM گیري هاي مؤثر در تصمیمبراي شناسایی ویژگی

خلاصه گرافیکی این تحلیل را ارائه   11نگاره  .  زمینه بهره گرفته شدنمونه پس  100نمونه از مجموعه آزمون و    500روي  
کند، تکیه می) posabsxyو   negabsxyویژهبه( هاي برشیطور غالب بر مؤلفهبه SVM دهد که مدل دهد و نتایج نشان میمی

گیري دارند. این یافته با مبانی فیزیکی کمترین سهم را در تصمیم)  negabsyyو    posabsyyمانند  (  هاي نرمال در حالی که مؤلفه
کنند، در ها ایفا میسازي پسلرزهتري در لغزش گسل و فعال هاي برشی تنش نقش مستقیمخوانی دارد: مؤلفهها همپسلرزه

 .گذارند و تأثیر کمتري بر چکانش دارندها اثر میهاي نرمال عمدتاً بر باز و بسته شدن شکافحالی که مؤلفه

بعدي تانسور ممان را به شکلی  هندسه سه SVM دهد کههاي برشی افقی بر برشی قائم و نرمال نشان میبرتري نسبی مؤلفه
با سامانه با مؤلفهکه در آن  خیز در مقیاس جهانیهاي گسلسازگار  توجه غالب  ها سازوکارهاي امتدادلغز  قابل  هاي برشی 

  مناطق   تا  ايقاره  امتدادلغز  هايگسل  از(  ساختیزمین  هايرژیم  از  متنوعی  طیف  شامل  هاداده  که  آنجا  از.  است  گرفته  یادهستند  
ها را کشف کند، توانسته است الگوهاي مشترك میان انواع مختلف گسل SVM که  دهدمی  نشان  یافته  این  است،)  فرورانش

در میان ده ویژگی نیز حاکی از آن است که مدل از  SHAP نه فقط الگوهاي خاص یک منطقه محدود. توزیع نسبتاً متعادل 
کند که به پایداري مدل در برابر نوفه و افزایش تفسیرپذیري  شده» بر روي چندین مؤلفه استفاده میگیري توزیعیک راهبرد «رأي

 .کنداي آن کمک میلرزه
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 بهبودیافته.  SVM براي SHAP خلاصه. 11 نگاره

 هاي تحقیق بحث و یافته -5

 DeLong  و McNemar پارادوکس -1-5

 گیري دودویی است. دو آزمون آماريبندي و تصمیمهاي کلیدي این مطالعه، تفکیک بنیادین میان توانایی رتبهیکی از یافته

DeLong و McNemar تصویري متفاوت از برتري SVM دهندارائه می: SVM   ها بندي احتمال طور معنادار رتبهیافته بهبهبود

 . شودشوند، مزیت آن ناپدید میدر آستانه بهینه تبدیل میدودویی    هايها به تصمیمدهد، اما وقتی این احتمال را بهتر انجام می

تفاوت را   DeLong این تفاوت ظاهري، در واقع پارادوکس نیست، بلکه بازتاب دو مفهوم متفاوت در ارزیابی است. آزمون

 کند. وقتی را مقایسه می تنها تصمیم نهایی در یک آستانه مشخص McNemar سنجد، در حالی کهها میدر کل فضاي آستانه

SVM رسد، دو آزمون به نتایج متفاوتی  هاي درست نمیکند اما این برتري به افزایش معنادار تصمیمبندي بهتر عمل میدر رتبه

 .رسندمی

مانند. این هاي مبتنی بر رتبه غافل میکنند و از آزمونیا دقت کلی بسنده می McNemar بسیاري از مطالعات پیشین تنها به

اي که هاي هشدار سریع لرزهویژه در کاربردهاي حساس مانند سامانهتواند ظرفیت واقعی مدل را پنهان کند. بهرویکرد می

 . دهدتر ارائه میتصویري کامل McNemar و DeLong ها اهمیت مستقیم دارند، گزارش همزمانترتیب و کالیبراسیون احتمال 

 
   کالیبراسیون احتمال -2-5

بینی پسلرزه است که در ادبیات موجود کمتر مورد توجه قرار  هاي پیشهاي حیاتی در سامانهکالیبراسیون احتمال یکی از جنبه
گیري  هایی بسیار دور از واقعیت تولید کند که براي تصمیمزمان احتمال تواند همبالا می AUC گرفته است؛ چرا که یک مدل با 

 RMSCE و  score  ،NLLامتیاز    اعتماد باشند. به همین دلیل، در این مطالعه سه معیار متمایز کالیبراسیون یعنیعملیاتی غیرقابل

 .روي مجموعه آزمون ارزیابی شد

SVM  بهبودیافته در هر دو معیار  Brier  و  NLL  برتري واضحی نسبت به DeepMLP 95  اي که بازه اطمینانگونهدارد، به%  
در کالیبراسیون. این یافته  SVM اي قوي از معناداري آماري برترياین دو معیار براي دو مدل هیچ همپوشانی ندارند، نشانه

نتیجه با  ظاهري  تناقض  که RMSCE در  معرفی می DeepMLP است  برنده  آماريرا  ماهیت  در  تناقض  این  ریشه   کند. 

RMSCE  نهفته است: برخلاف Brier و NLL  ها تنها در نقطه کالیبراسیون هستند یعنی کمینه آن که قواعد امتیازدهی مناسب
با تقسیم فضاي  RMSCE .این ویژگی را ندارد RMSCEتواند امتیاز بهتري بگیرد، دهد و هیچ مدل دیگري نمیکامل رخ می

  شود: تعداد ، به دو عامل حساس می0/ 5در آستانه ثابت  بازه    مساوي و محاسبه دقت درون هر  هاي احتمال بازه  احتمال به
شود. برآورد میحتی براي یک مدل کاملاً کالیبره نیز بیش  RMSCE،  40/0ها و نرخ پایه داده. در داده حاضر با نرخ مثبت  بازه

تفصیل بررسی شده و توصیه  ) به2019و همکاران ( Vaicenavicius ) و2019و همکاران ( Nixon تر توسطاین مسئله پیش
آن این است کهصریح  (از جمله   ECE ها  آن  بهRMSCEو مشتقات  تنها  نه  NLL و Brier عنوان مکمل)  گزارش شوند، 

 عنوان معیار اصلی. به
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را صرفاً   RMSCE ایم وعنوان معیارهاي اصلی کالیبراسیون انتخاب کردهرا به  NLL و   Brierبر این اساس، در این مطالعه
 .ایم، با تأکید بر محدودیت تفسیري آنبراي شفافیت و کامل بودن گزارش آورده

 
 اشباع سریع منحنی یادگیري  -5-3

اي  گونهرسد؛ بهها در حجم نسبتاً محدودي از داده به اشباع میدهند که عملکرد آنهاي یادگیري هر دو مدل نشان میمنحنی
کند، بلکه در برخی پذیري ایجاد نمیتنها بهبود محسوسی در معیارهاي تفکیککه افزایش چشمگیر حجم داده آموزشی نه

روشنی بیانگر آن است که عامل محدودکننده اصلی در این مجموعه  شود. این رفتار بهموارد به افت جزئی عملکرد نیز منجر می
اند تقریباً تمام سیگنال قابل استخراج از هاي مورد استفاده توانستهبه بیان دیگر، مدل .  داده، نمایش ویژگی است، نه حجم داده

هاي بیشتر تنها به افزایش هزینه محاسباتی  افزودن دادههاي تانسور ممان را در همان حجم محدود اولیه جذب کنند و  مؤلفه
 .شودبدون بهبود عملکرد منجر می

ها، بینی توزیع مکانی پسلرزهخوانی کامل دارد که نشان دادند در پیش) هم2022و همکاران ( Zhao گیرياین یافته با نتیجه
کند. بر این اساس، مسیر بهبود تري از افزایش حجم داده یا پیچیدگی مدل ایفا میها نقش بسیار مهمانتخاب و مهندسی ویژگی

ویژه از تلفیق  به،  هاي ترکیبی جدیدهاي بیشتر، بلکه در ساخت ویژگی آوري داده هاي آینده نه در جمع عملکرد در پژوهش
 .است ، نهفتههاي گیرندههاي مبتنی بر ناهمگنی محیطی و هندسه گسلتنش ایستا و پویا و همچنین استخراج ویژگی

دارد: انتخاب اندازه زیرنمونه در این مطالعه انتخابی  SVM از منظر عملی، این یافته پیامد مستقیمی براي طراحی نحوه آموزش
طور چشمگیري کاهش داد. این کاهش قابل توجه، بهینه بوده است، چرا که ضمن حفظ عملکرد کامل مدل، زمان آموزش را به

 .آوردهاي مکرر فراهم میرا در سناریوهاي عملیاتی با منابع محدود یا نیاز به آموزش SVM کارگیريامکان به
 
 قطعیتسازي عدمکارایی کمّی -5-4

براي هر دو مدل تقریباً   AUSE قطعیت متوسطی دارند؛ مقدارسازي عدمدهد که هر دو مدل کیفیت کمّینشان می UQ تحلیل
دارد. با این آرمانی    ها فاصله محسوسی از منحنی سازي مدل دهد منحنی پراکندهاست که نشان می  0/ 1  یکسان و در حدود

، دقت هر بالا   قطعیت  عدمبا  هاي  نمونه  %50  حال، همین سیگنال متوسط در کاربردهاي عملی ثمربخش است: با فیلتر کردن
افزایش می 10دو مدل حدود   اولویت.  یابددرصد  یا  پرخطر  مناطق  اولیه  مانند غربالگري  کاربردهایی  در  بهبود،  بندي  این 

 .توجهی داردتر، ارزش عملی قابلها براي بازرسی دقیقسلول 

قطعیت را تجربه تري از عدمدامنه گسترده  DeepMLP.  نکته متمایزکننده دو مدل در نحوه حمل این اطلاعات نهفته است
تاقطعیت بسیار متمرکزتري داردبهبودیافته توزیع عدم SVM کند، در حالی کهمی  به   آن  معیار  انحراف  میانگین  که  حدي  ، 

این مشاهده .  دو مدل تقریباً یکسان است   AUSEرسد. با وجود این تفاوت چشمگیر در مقیاس،می DeepMLP سومیک  حدود
با تغییرات  SVM کند، یعنیاطلاعات بیشتري حمل می SVM هر واحد انحراف معیار در:  شودبه یک نتیجه مهم منجر می

آورد. این ویژگی از دو منظر  هاي سخت و آسان را فراهم میقطعیت، همان قابلیت تمایزگذاري بین نمونهتر در عدمکوچک
تر و پایدارتر است؛ دوم، از منظر  ساده SVM قطعیتگذاري بر روي عدمحائز اهمیت است: نخست، از منظر عملی، آستانه

  اي تنظیم کرده که بخش عمده اطلاعات گونهتوزیع احتمال را به SVM دهد که کالیبراسیون ایزوتونیک در نظري، نشان می
 . مرتبط با اطمینان در بازه کوچکی متمرکز شود
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کند. هر دو مدل بینی نیز تصویر متفاوتی براي دو مدل ترسیم میقطعیت و خطاي پیشاز سوي دیگر، همبستگی بین عدم
ها آن  اسپیرمن  ، و همبستگی)UQ  شاهدي بر معتبر بودن(  دهندقطعیت و خطا نشان میهمبستگی مثبت و معنادار بین عدم

 وجود   با   مجموع،  در.  است  قطعیتعدم  اساس  بر   هانمونه  بنديرتبه  در  مدل   دو  مشابه  توانایی   از  حاکی  که تقریباً یکسان است،  
به دلیل فشردگی توزیع عدم   SVMدر هر دو مدل، UQ کیفیت  بودن  متوسط توانایی حمل اطلاعات  بهبودیافته  قطعیت و 
هاي  هاي عملیاتی است که به فیلترکردن کارآمد نمونهتري براي استقرار در سامانه، گزینه مناسبStd  تر در هر واحدمتراکم

 .پرخطر نیاز دارند
 
 کارایی محاسباتی  -5-5

 کارایی   الگوي.  شد  ارزیابی  قطعیتعدم  سازيکمّی  و  استنتاج  یعنی آموزش،  کارایی محاسباتی دو مدل در سه مرحله کلیدي
دلیل بهبودیافته به   SVMاي متفاوت برتري چشمگیري دارد. در مرحله آموزش،متضاد است و هر مدل در مرحله  کاملاً  مدل  دو

ازبرابر سریع 20گیري هوشمندانه، حدود  زیرنمونه به آموزش می DeepMLP تر  نیاز  که  سناریوهایی  در  برتري  این  بیند. 
اي مدل یا اجراي متعدد جستجوي فراپارامتر) وجود دارد، از ارزش عملی بالایی روزرسانی دورههاي مکرر (مانند بهآموزش

 .برخوردار است
 هسته  تابع   مقدار  باید   آزمون  نمونه  هر  براي   کهدلیل ماهیت محاسباتی خود  به SVM .شوددر مرحله استنتاج، الگو معکوس می

کند. این تفاوت فاحش  بینی میپیش DeepMLP برابر کندتر از 56  حدود،  کند  محاسبه  پشتیبان  بردارهاي  تمام  به  نسبت  را
𝑂𝑂(𝑛𝑛𝑆𝑆𝑆𝑆ناشی از پیچیدگی محاسباتی   ⋅ 𝑑𝑑) در SVM باره از شبکه عصبی دردر برابر عبور یک DeepMLP است. 

تنها    MC Dropout کند، چرا کهتر عمل میبرابر سریع 8با اختلاف حدود  DeepMLP قطعیت نیزسازي عدمدر مرحله کمّی
آموزش  100به   شبکه  از  عبور  کهبار  در حالی  دارد،  نیاز  ده SVM براي  استرپ بوت  دیده  مجدد  آموزش  ها مدل  مستلزم 

 .هاي مختلف استشده روي زیرنمونهکالیبره

هاي هشدار سریع که نیاز به پردازش شرح زیر است: براي استقرار در سیستمهاي متضاد، توصیه عملیاتی بهبر پایه این یافته
دلیل برتري چشمگیر در زمان استنتاج، گزینه به    DeepMLPترین زمان ممکن دارند،هاي شبکه در کوتاهحجم وسیعی از سلول 

روزرسانی ها زمان آموزش و بههاي با منابع محاسباتی محدود یا کاربردهایی که در آنترجیحی است. در مقابل، براي محیط
 . شودتري محسوب میدلیل برتري قابل توجه در زمان آموزش، انتخاب مناسببهبودیافته به  SVMمدل اهمیت دارد،

 
 مقایسه با ادبیات موجود -5-6

یافته با پژوهشمقایسه  این مطالعه  از جایگاههاي  پیشین، تصویري چندلایه  ارائه  SVM هاي  ادبیات موجود  بهبودیافته در 
 توجهی دارد؛ آنان با استفاده از معماريخوانی قابل) هم2018و همکاران (  DeVries هايدهد. از یک سو، نتایج ما با یافتهمی

DeepMLP به AUC روي مجموعه آزمون مستقل دست یافتند و ما نیز در این مطالعه به مقادیر مشابهی   85/0  نزدیک به
سازي  دهد پیادهکند و نشان میخوانی، اعتبار داخلی نتایج ما را تأیید میبهبودیافته رسیدیم. این هم SVM و DeepMLP براي

 .ما با همان استانداردهاي دقت انجام شده است

تفاوت معناداري دارد. آنان نشان دادند  Broccardo (2020) و Mignan گیري از سوي دیگر، یافته اصلی این مطالعه با نتیجه
هاي عصبی عمیق دست یابد و نتیجه  رقابت با شبکه  تواند به عملکردي قابلیک رگرسیون لجستیک ساده با تنها دو پارامتر می

در  SVM و  DeepMLP هاي تنش ایستا ضرورتی ندارد. در مطالعه ما، اگرچهگرفتند که پیچیدگی معماري عمیق براي داده
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بندي و کالیبراسیون بهتري  طور معنادار توانایی رتبهبهبودیافته به SVM هاي دودویی خود تفاوت معناداري نداشتند، اماتصمیم
با کالیبراسیون مناسب و انتخاب درست   SVMنشان داد. این یافته بیانگر آن است که برخلاف تصور رایج در ادبیات پیشین، 

 .هاي کلیدي از آن پیشی بگیردرقابت کند، بلکه در برخی جنبه DeepMLP تنها باتواند نهسازي میمعیار بهینه
در مطالعات پیشین، نه به دلیل ضعف   SVM هايتوجهی از شکستترین پیام نظري این مقایسه آن است که بخش قابلمهم

روش خطاي  دو  از  ناشی  بلکه  الگوریتم،  این  بهینهذاتی  معیار  نادرست  انتخاب  نخست،  است:  بوده  رایج  سازي شناختی 
تصمیم حساس است F1 مانند(  فراپارامترها آستانه  به  احتمال خروجی)که  کالیبراسیون  عدم  دوم،  و   ، SVM  به منجر  که 

  ها، کلاس  متعادل  دهیوزن  همراه، بهشود. در این مطالعه، رفع همزمان این دو مشکلهاي نزدیک به صفر یا یک میاحتمال 
را به مدلی رقابتی و در برخی  SVM توانست  زیرنمونه  حجم  هوشمندانه  کاهش  و  هسته  پارامتر  جستجوي  فضاي  گسترش

آورد: قضاوت  فراهم می SVM هاي آینده مبتنی برشناختی مهمی براي پژوهشمعیارها برتر تبدیل کند. این یافته، درس روش
به روند پیش نتیجهپردازش و کالیبراسیون آن، میدرباره عملکرد یک الگوریتم، بدون توجه  به  کننده هاي گمراهگیريتواند 

 . منجر شود
 
 هاي انتخاب مدلتوصیه -5-7

هاي پیشین که به دنبال یک «برنده مطلق» هستند، بهبودیافته، برخلاف بسیاري از مقایسه SVM و DeepMLP انتخاب میان
پذیري، کالیبراسیون،  اند، اما در ابعاد تفکیکهاي دودویی معادل ماهیتی وابسته به زمینه دارد. دو مدل از نظر آماري در تصمیم

گیرنده باید مصالحه میان این ابعاد را بر کارایی محاسباتی و الگوي خطا الگوهاي مکمل و متمایزي دارند؛ بنابراین تصمیم
 . اساس کاربرد مورد نظر ارزیابی کند

تري است، چرا که هم دقت گزینه مناسب  DeepMLPهاي هشدار سریع که کاهش هشدارهاي اشتباه اولویت دارد،در سامانه
 رسانی اطلاع  مانند کند. در چنین کاربردهایی  مثبت و هم ویژگی بالاتري دارد و در نتیجه هشدارهاي نادرست کمتري تولید می

 قابل  نادرست  هشدار  هر  اقتصادي  و  اجتماعی  هزینه  صنعتی که  هايفعالیت  توقف  یا  مسکونی  مناطق  موقت  تخلیه  عمومی،
بندي احتمال یا کشف حداکثري پسلرزه رتبه  که  کاربردهایی  براي  مقابل،  در.  باشد  کنندهتعیین  تواند می  مزیت  این  است،  توجه

طور معنادار بهتر است و هم کالیبراسیون بندي آن بهشود؛ چرا که هم توانایی رتبهبهبودیافته ترجیح داده می   SVMاهمیت دارد،
هاي علمی، مطالعات اي مناسب براي تحلیلرا به گزینه SVM هابهتر است. این ویژگی DeepMLP احتمال آن با اطمینان بالا از

 . کندگیري وزنی نیاز دارند، تبدیل میشده براي تصمیمهاي کالیبرههایی که به احتمال مخاطره و سامانه
گیري هوشمندانه، بهبودیافته به دلیل زیرنمونه   SVM.شوداي مشابه اما معکوس مشاهده میاز منظر کارایی محاسباتی، مصالحه

هاي مکرر (اعتبارسنجی  بیند؛ این مزیت در سناریوهایی که نیاز به آموزشآموزش می DeepMLP تر ازبرابر سریع 20حدود  
به یا  فراپارامترها  مجدد  تنظیم  دورهمتقابل،  صرفهروزرسانی  دارد،  وجود  میاي)  ایجاد  توجهی  قابل  در جویی  کند. 

بینی کند؛ این تفاوت در کاربردهایی که نیاز به پیشتر عمل میطور چشمگیري سریعدر مرحله استنتاج به  DeepMLPمقابل،
 . شودتبدیل می DeepMLP عکننده به نفها سلول شبکه در زمان واقعی دارند، به یک مزیت تعیینروي میلیون

محیط در  نهایت،  محدوددر  محاسباتی  منابع  با  سامانهایستگاه(  هاي  دورافتاده،  تعبیههاي  بدونهاي  سرورهاي  یا   شده 

GPU(،SVM   تر است، در حالی که براي کاربردهایی با نیاز تر عملیبهبودیافته به دلیل مصرف حافظه کمتر و آموزش سریع
کدام از دو مدل را طور خلاصه، هیچبینی برتري دارد. بهبه دلیل سرعت بالاي پیش   DeepMLPبه استنتاج پرحجم و مکرر،

دقت در برابر حساسیت، کالیبراسیون در  : هاي کاربرد استتوان «برنده مطلق» معرفی کرد؛ مدل مناسب، تابعی از اولویتنمی



 

22 
 

ها امکان  دهندگان سامانهها به مدیران بحران و توسعهبرابر سرعت، و هزینه آموزش در برابر هزینه استنتاج. این تنوع گزینه
 . ترین انتخاب را انجام دهندهاي واقعی خود، آگاهانهدهد بر اساس محدودیتمی

 

 گیرينتیجه -6
براي برآورد مکانی پسلرزه  RBF با هسته بهبود یافته   SVM لایه وشش DeepMLP اي جامع بیناین مطالعه یک تحلیل مقایسه

یافته توانایی رتبهبهبودیافته به SVM دهدهاي اصلی نشان میارائه داد.  بهتري داردطور معنادار   با این حال، آزمون.  بندي 

McNemar شناختی مهمی را آشکار  اند؛ این پارادوکس ظاهري، نکته روشهاي دودویی معادل نشان داد دو مدل در تصمیم
 . بندي و کالیبراسیون نهفته است، نه در مرز تصمیم نهاییدر رتبه SVM مزیت: سازدمی

برابري  رسند و افزایش سینمونه به اشباع می  10٬000تا    5٬000هاي یادگیري نشان داد هر دو مدل در حدود  تحلیل منحنی
کند. این یافته حاکی از آن است که عامل محدودکننده اصلی، نمایش ویژگی است نه حجم توجهی ایجاد نمیداده، بهبود قابل

 قطعیت عدمبا  هاي  قطعیت، هر دو مدل سیگنال متوسطی ارائه دادند، اما فیلتر کردن نیمی از نمونهسازي عدمدر زمینه کمّی.  داده
تر و حفظ تنوعقطعیت کمبا عدم SVM. کندرا تأیید می UQ واحد درصد افزایش داد که ارزش عملی 10، دقت را حدود بالا 

  SVMکند. از منظر کارایی محاسباتی نیز،، نشان داد هر واحد انحراف معیار آن اطلاعات بیشتري حمل میAUSE  همان سطح 

 . تر استدر استنتاج سریع DeepMLP بیند، در حالی کهتر آموزش میبسیار سریع
هاي هشدار سریع که کاهش هشدارهاي اشتباه  براي سیستم)  1(  :شودها، سه راهکار عملیاتی پیشنهاد میبر اساس این یافته

بندي خطر اهمیت بیشتري  هاي احتمالاتی و کاربردهایی که رتبهبراي تحلیل)  2شود؛ (توصیه می  DeepMLPاولویت دارد،  
، بالا  قطعیتدمبا عهاي  ها قرار گیرد تا با حذف نمونهسامانهروند  در   UQ فیلتر )  3(  بهبودیافته گزینه برتر است؛   SVMدارد،

 . طور معناداري افزایش یابدگیري بهاطمینان تصمیم
یادگیري انتقالی  )  2(  مهندسی ویژگی با تلفیق تنش ایستا و پویا؛)  1: (شودبراي کارهاي آینده، پنج محور اصلی پیشنهاد می

به مناطق جدید؛ تعمیم مدل  با وزنترکیب مدل )  3(  براي  بر عدمها  تفسیرپذیري نظیرروش)  4(   قطعیت؛دهی مبتنی   هاي 

SHAP و LIMEهايهاي مجاور از طریق معماريدر نظر گرفتن همبستگی فضایی سلول ) 5( ؛ و CNN یا GNN. 
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